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Índice de figuras 3

Indice de tablas 5

1. Introducción 9
1.1. Contextualización del problema . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
1.2. Estado del arte de los sistemas de detección del DCL . . . . . . . . . . . . . . . . . 10
1.3. Computación neuronal . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

1.3.1. Redes Neuronales Artificiales supervisadas . . . . . . . . . . . . . . . . . . . 14
Perceptrón simple . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
Perceptrón multicapa . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15

1.3.2. Redes Neuronales Artificiales no supervisadas . . . . . . . . . . . . . . . . . 16
Mapas de Kohonen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
Red de Sanger . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

1.3.3. Redes Neuronales Artificiales h́ıbridas . . . . . . . . . . . . . . . . . . . . . . 18
Red Counterpropagation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

2. Método de sobre-muestreo extendido basado en la red neuronal de Sanger
(SNEOM) 21
2.1. Distribuciones de datos no balanceadas: Un problema de los sistemas de aprendizaje

clásicos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
2.2. Sistemas auto-organizados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

2.2.1. Funciones y métodos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.2.2. Métodos proyectivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

2.3. SNEOM . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.3.1. Motivación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.3.2. Diseño y Desarrollo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.3.3. Aplicación de SNEOM en problemas de clasificación médica no balanceada . 32

Conjuntos de datos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
Paradigmas de clasificación . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
Validación del método . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
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Resumen y objetivos

La enfermedad de Alzheimer (EA) y otras demencias constituyen uno de los principales retos
para la salud pública mundial debido a la relación entre el incremento de la longevidad poblacional
y la incidencia de la patoloǵıa. Los primeros śıntomas aparecen varios años después del comienzo
de la enfermedad y la progresión del deterioro cognitivo se incrementa con el paso del tiempo.
Se hace necesario pues, realizar un diagnóstico de la patoloǵıa en su estadio más temprano. Este
estado, denominado Deterioro Cognitivo Leve (DCL), es muy complejo de diagnosticar, debido a
la dificultad para diferenciar sus śıntomas sobre todo del envejecimiento normal del cerebro y a
la no existencia de una estandarización de los diferentes criterios diagnósticos al uso. Asimismo,
esta dif́ıcil detección implica desequilibrios en los conjuntos de datos empleados para realizar un
sistema de ayuda a la detección, originándose un problema de clasificación no balanceada.

En este trabajo se presenta un método de sobre-muestreo extendido basado en la red neuronal
de Sanger, que permita abordar la clasificación de conjuntos de datos donde una de las clases se
encuentra representada por un número de muestras significativamente menor que la otra clase. Se
realizará un estudio de importancia de criterios diagnósticos del DCL, atendiendo a su relevancia
para detectar la enfermedad y se diseñará un sistema de ayuda a la detección de esta enfermedad
basado en Redes Neuronales h́ıbridas. Los resultados obtenidos a partir este trabajo resultan de
gran valor para la atención primaria, pudiendo ser utilizados también en atención especializada y
en cualquier ámbito socio-sanitario.

Los objetivos principales para este Trabajo de Fin de Máster son:

Desarrollar un método de sobre-muestreo que permita obtener un cuerpo de datos balanceado

Analizar un conjunto de criterios cĺınicos practicables en atención primaria para alcanzar
una alta fiabilidad en la detección del DCL

Desarrollar un sistema inteligente basado en redes neuronales para la detección del DCL

Este documento está estructurado como sigue a continuación. En el caṕıtulo 1 se introduce
la problemática del Deterioro Cognitivo Leve seguido de un estado de arte de los trabajos desa-
rrollados hasta la fecha para llevar a cabo un diagnóstico de la enfermedad basados en sistemas
computacionales. A continuación se expone el enfoque de la computación neuronal, haciendo un
barrido por varias arquitecturas neuronales que están presentes en el resto de caṕıtulos. En el
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caṕıtulo 2, se presenta un nuevo método de sobre-muestro extendido basado en la red de San-
ger (SNEOM). Se comienza el caṕıtulo con la descripción de uno de los problemas estudiados en
aprendizaje automático, las distribuciones de datos no balanceadas. Se presentan los sistemas auto-
organizados, para descender hasta los métodos proyectivos, enmarcando aśı las futuras secciones
del caṕıtulo, que se centran en los aspectos motivacionales, el diseño y desarrollo de SNEOM, y la
validación del mismo mediante su aplicación en problemas de clasificación médica no balanceada.
La última sección del caṕıtulo está dedicada a describir la interfaz de usuario desarrollada para
aplicar SNEOM de una forma intuitiva y amigable. El caṕıtulo 3 describe el sistema inteligente
de ayuda al diagnóstico propuesto, basado en computación neuronal. En primer lugar se realiza
un análisis de algunos criterios diagnósticos más relevantes para la detección del DCL seguido del
cuerpo de datos utilizado para entrenar y validar dicho sistema y la configuración del mismo. Al
término del caṕıtulo se realiza una comparación de los resultados obtenidos. En el caṕıtulo 4 se
presentan las conclusiones generadas tras la realización de este trabajo y algunas posibles ĺıneas
de trabajo futuras. Finalmente se listan las publicaciones y comunicaciones surgidas fruto de las
diferentes partes en las que está estructurado este trabajo, aśı como las referencias citadas desde
el mismo.
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Caṕıtulo 1

Introducción

1.1. Contextualización del problema

La Enfermedad de Alzheimer (EA) es un trastorno neurodegenerativo progresivo de incidencia
esporádica, en la mayoŕıa de los casos, o familiar, que afecta inicialmente a la memoria episódica,
pero que en su evolución implica a todos los sistemas cognitivos llevando al individuo a una
situación de incapacidad y dependencia. Desde el punto de vista patológico sus caracteŕısticas
distintivas son la presencia de las placas seniles, que constituyen acúmulos extracelulares de beta-
amiloide y los ovillos neurofibrilares formados por depósito de protéına Tau fosforilada. La EA y
otras demencias constituyen uno de los más importantes retos para la salud pública en todo el
mundo debido principalmente a la relación entre la longevidad poblacional y el incremento de la
incidencia de la patoloǵıa. Los primeros śıntomas aparecen varios años después del comienzo de la
enfermedad y la progresión del déficit cognitivo se incrementa con el tiempo. Con respecto a su
diagnóstico, los criterios usados con más frecuencia han sido los del DSM-IV [Association, 2000]
y los propuestos por el consorcio NINCDS-ADRDA [McKhann et al., 1984]. Ambos se basan en
el reconocimiento del śındrome de demencia y en las caracteŕısticas clásicas de la demencia tipo
Alzheimer. Sin embargo, y a pesar de la amplia difusión de estos criterios cĺınicos, se ha demostrado
que son poco espećıficos, en torno al 70 %, y que muestran escasa sensibilidad en las fases iniciales
de la enfermedad [Kazee et al., 1993] [Varma et al., 1999].

Existe un peŕıodo transicional entre el envejecimiento normal y el diagnóstico cĺınicamente-
probable de la EA en un estadio muy temprano. Este intervalo de tiempo ha sido descrito como
Deterioro Cognitivo Leve (DCL). En 1991, Flicker et al. [Flicker et al., 1991] propuso el término
DCL como un concepto pragmático emergente de las observaciones de neurólogos y psiquiatras
donde personas mayores que presentaban quejas cognitivas mayoritariamente desarrollaron demen-
cia. Seis años más tarde, Petersen et al. [Petersen et al., 1997] propuso un conjunto de criterios
diagnósticos para el DCL: quejas de memoria objetivas, habilidad conservada para realizar activi-
dades de la vida diaria, función cognitiva general normal, función de memoria anormal para la edad
y ausencia de demencia. A pesar de los criterios propuestos por Petersen hace 15 años, debido a
la alta variabilidad relacionada con la caracterización de sujetos con DCL, hoy en d́ıa no existe un
acuerdo en el campo médico acerca de un único conjunto de criterios para el DCL [Petersen, 2004].
A pesar de esta falta de acuerdo entre diferentes criterios cĺınicos, varios estudios han demostrado
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Caṕıtulo 1. Introducción

que el DCL está asociado con un riesgo elevado de desarrollar demencia, normalmente EA, pero
este concepto es heterogéneo debido a que muchos factores convergen en una posible progresión a
la EA y otras enfermedades [Quintana et al., 2012].

Debido a todo lo anteriormente expuesto, nos encontramos frente a un problema de infra-
diagnosis, llegando a alcanzar en el diagnóstico de la EA y otras demencias hasta un 95 % de casos
de demencias leves no detectados [Solomon and Murphy, 2005], repercutiendo en un pronóstico y
fiabilidad terapéutica limitadas. Esta precisión diagnóstica es aún menor en entornos de atención
primaria o, incluso, en consultas generales de neuroloǵıa o psiquiatŕıa, fuera del ámbito de las
unidades especializadas en patoloǵıa cognitiva y conductual [Lim et al., 1999]. En una revisión
del DCL con recomendaciones para investigaciones futuras, los autores defienden el desarrollo de
medidas funcionales y neuropsicológicas apropiadas, métodos fiables para evaluar la progresión e
instrumentos orientados a estudios epidemiológicos sensibles a múltiples culturas [Luis et al., 2003].
Análogamente, otros trabajos indican que puede ser necesario una combinación de medidas de
funciones cognitivas tales como tests neuropsicológicos, biomarcadores o neuroimágenes puedan
ser necesarios para mejorar la precisión diagnóstica [Petersen, 2004] y poder distinguir entre el
envejecimiento normal y el DCL, y entre el DCL y la demencia.

Es por todo ello que la búsqueda de nuevos y alternativos métodos de ayuda al diagnóstico
del DCL y su uso en todos los ámbitos de la salud, fundamentalmente en atención primaria,
representa un reto en el campo. Sus hallazgos resultan cruciales debido a que permitirán mejorar
el diagnóstico temprano de la EA y de otras demencias, y diseñar las estrategias terapéuticas
necesarias y el tratamiento para estabilizar y retrasar la evolución de la enfermedad.

Considerando las dificultades comentadas para la caracterización y diagnóstico del DCL, el
carácter no-lineal y no-estable de este constructo sindrómico y su alto grado de solapamiento entre
el envejecimiento normal y el DCL, y entre el DCL y la demencia en su estadio más temprano, en
especial la EA, se propone en este trabajo una aproximación computacional neuronal de ayuda al
diagnóstico del DCL, y un punto de partida para continuar con el diagnóstico diferencial entre el
DCL y la EA o inclusive, abordar la clasificación entre las diferentes demencias y el DCL.

1.2. Estado del arte de los sistemas de detección del DCL

Debido a la dificultad en la detección del DCL utilizando métodos cĺınicos se hace necesaria
la búsqueda de métodos complementarios basados en técnicas computacionales. Concretamente se
han desarrollado métodos y sistemas que utilizan esencialmente datos cuantitativos como señales,
imágenes, instrumentos de valoración y biomarcadores. Las arquitecturas neuronales más utilizadas
en estos desarrollos están dentro del paradigma supervisado, siendo las redes Backpropagation una
de las arquitecturas más utilizadas. Aśı también las máquinas de soporte vectorial (SVM) se sitúan
como uno de los paradigmas de gran auge en la clasificación de esta patoloǵıa. Entre otros motivos,
esto puede ser debido a su amplia distribución en programas comerciales. Hay que indicar que la
inmensa mayoŕıa de los trabajos hasta la fecha versan sobre la detección de la EA, y es por ello que
los desarrollos de sistemas computaciones para la detección del DCL reseñados en este estado del
arte son bastante recientes. Aśı, entre los trabajos más destacables podemos citar los siguientes:

Dentro de los trabajos relacionados con el uso de técnicas de imagen podemos encontrar
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[Fritzsche et al., 2008], que describe un método computacional para la estimación de cambios
atróficos en el cebrebro tanto para detectar EA como DCL a partir de imágenes de resonancia
magnética (RM) utilizando dos enfoques de clasificación; el discriminante lineal de Fisher (FLD)
y redes backpropagation (BPN). En [Fritzsche et al., 2008] se llevaron a cabo dos experimentos:
el primero de ellos consistió en una clasificación entre sujetos con EA y sujetos control, llegando
a clasificar correctamente un 80 % de sujetos con EA y un 85 % de sujetos control, utilizando el
clasificador FLD. Para el segundo experimento se realizó una clasificación entre sujetos con DCL y
sujetos control, obteniéndose como mejor clasificador un FLD que proporcionó una sensibilidad del
81 % y una especificidad del 80 %. Otros trabajos [Filipovych and Davatzikos, 2011] [Li et al., 2012]
[Wee et al., 2012] [Jaramillo et al., 2012] [O’Dwyer et al., 2012] [Cui et al., 2012] también utiliza-
ron imágenes RM como datos de entrada para obtener las caracteŕısticas más discriminativas que
representaron los patrones del DCL para entrenar SVMs. Otras técnicas de imágenes como la
Tomograf́ıa Computarizada por Emisión de Fotones (SPECT) y la Tomograf́ıa por Emisión de
Positrones (PET) han sido utilizadas para la detección del DCL usando técnicas de discriminación
lineal (LDA) y SVM [Habert et al., 2011] [Duara et al., 2012].

En base a otra fuente de datos de entrada, como señales de electroencefalogramas (EEG),
encontramos en [Buscema et al., 2007] [Rossini et al., 2008] que utilizan la metodoloǵıa implicit
function as squashing time (IFAST) basada en redes neuronales artificiales, capaz de comprimir
registros electroencefalográficos de ojos cerrados de pacientes en reposo en distribuciones de voltaje
instantáneas, para una clasificación entre sujetos con DCL y sanos y entre sujetos con DCL y sujetos
con EA.

Otros estudios han combinado varios tipos de datos de entrada, como en [Zhang et al., 2011],
donde se propone un método de clasificación multimodal, basado en la combinación de tres biomar-
cadores: RM, PET y ĺıquido cefalorraqúıdeo (CSF), para discriminar entre sujetos con EA y sanos,
y entre sujetos con DCL y sanos, utilizando SVM. En este estudio, distinguiendo entre sujetos con
EA y sanos, utilizando este esquema de combinación de biomarcadores, se obtuvo una precisión
de 93 %, mientras que discriminando entre sujetos con DCL y sanos la precisión resultante fue de
76.4 %.

En relación al uso de tests neuropsicológicos, en [Quintana et al., 2012] utilizan como entrada
un subconjunto de ı́tems del test Barcelona abreviado (a-BT) para clasificar pacientes con DCL
y EA, comparando el análisis discriminante lineal (LDA) con una red Backpropagation, llegando
a alcanzar, utilizando esta última, un 98.33 % de precisión clasificando sujetos con DCL y sanos,
frente a un 80 % de acierto proporcionado por el clasificador LDA. En [Lv et al., 2010] combinan
el test de red de atención (ANT) junto a información demográfica del paciente (edad, género, y
nivel educativo) para clasificar utilizando SVM. [Garćıa Báez et al., 2008] emplea una colección
de cinco test neuropsicológicos para diagnosticar entre cuatro escalas de severidad de deterioro
cognitivo, utilizando un ensemble de clasificadores neuronales basados en Counterpropagation,
alcanzando unas tasas de sensibilidad y especificidad del 76 y 97 %, respectivamente, para el ni-
vel de severidad del deterioro cognitivo más leve. En [Báez, 2005] se describe una arquitectura
neuronal no supervisada, la arquitectura HUMANN (del inglés Hierarchical Unsupervised Modu-
lar Artificial Neural Network) utilizada en diversos trabajos para asistir, además, el diagnóstico
diferencial de demencias empleando test neuropsicológicos [Báez et al., 2009] [Araujo et al., 2010]
[Garćıa Báez et al., 2011].
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1.3. Computación neuronal

Las redes neuronales artificiales tuvieron su origen en la confluencia de tres temas relacionados
como, la teoŕıa de la información de Shannon, la identificación de los sistemas que tienden a
un fin y sistemas realimentados, y la propia teoŕıa de redes neuronales de McCulloch-Pitts, los
cuales confluyeron en el estudio de los procesos volitivos y cognitivos del hombre estableciendo una
mecanización de procesos mentales con fines dirigidos a un mayor entendimiento del cerebro y de
la resolución de problemas técnicos concretos. Fueron Warren McCulloch y Walter Pitts quienes
en 1943 presentaron el primer modelo de neurona artificial, la neurona formal, inspirados en la
neurona biológica. Ellos aśı dieron un giro significativo a los enfoques computaciones con su teoŕıa
de redes de neuronas formales.

McCulloch era acusado por De Wortis, en la introducción del libro “The Logical Structure of
Mind”, de estar siempre intentando escribir una ecuación para el cerebro. Es esta una acusación
que define, en pocas palabras, el objetivo último de la computación neuronal. La computación
neuronal es distribuida y paralela, adaptativa y autoprogramable, constituyendo la primera alter-
nativa a la programación programada. Su principal estructura de procesamiento de información
son las redes neuronales artificiales (RNAs) formadas por múltiples elementos de computación al-
tamente interconectados entre śı, generando arquitecturas modulares tridimensionales, que pueden
ser modulares, como sistemas de computación neuronal (figura 1.4). Estos elementos de proceso o
neuronas artificiales, tienen su inspiración en la neurona biológica o célula nerviosa. Esta constituye
el elemento de construcción básico de las redes neuronales biológicas (RNB). Un cerebro humano
contiene alrededor de 1011 células electronicamente activas, denominadas neuronas. Éstas existen
en una amplia variedad de formas, aunque la mayoŕıa tienen las caracteŕısticas comunes indicadas
en la figura 1.1.

Dendritas

Axón

Cuerpo de la célula

Figura 1.1: Representación de una neurona biológica.

La neurona posee una estructura básica, denominada cuerpo de la célula o soma. El árbol
ramificado de las dendritas proporciona un conjunto de entradas a la neurona, mientras que el
axón actúa como un elemento de salida. Las comunicaciones entre neuronas tienen lugar en las
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sinapsis. Cada neurona es una estructura muy compleja que procesa las señales de entrada de
muchas formas diferentes. No obstante, las neuronas son relativamente lentas cuando las compa-
ramos con las puertas lógicas electrónicas. Estas pueden lograr tiempos de conmutación del orden
de nanosegundos, mientras que las neuronas necesitan varios milisegundos para reaccionar a un
est́ımulo.

Las neuronas artificiales solo recogen algunas de las propiedades estructurales y dinámicas
de estas neuronas biológicas. La figura1.2 muestra la estructura de una neurona abstracta con n
entradas. Cada canal de entrada i puede transmitir un valor real xi. La función primitiva f calculada
en el cuerpo de la neurona abstracta puede ser seleccionada arbitrariamente. Normalmente los
canales de entrada tienen un peso asociado, que significa que la información de entrada xi es
multiplicada por el peso correspondiente wi. La información transmitida es integrada en la neurona
(normalmente sólo por la adición de diferentes señales) y la función primitiva es entonces evaluada.

f
.
.
.

w1

w2

wn

X1

X2

X3

  f (w x + w x  + ... + w x )1 2 n1 2 n

Figura 1.2: Representación de una neurona abstracta.

Si concebimos cada nodo de una RNA como una función primitiva capaz de transformar sus
entradas en una salida definida de forma precisa, entonces las RNAs no son más que redes de
funciones primitivas. Diferentes modelos de redes neuronales artificiales difieren principalmente en
las asunciones acerca de las funciones primitivas usadas, el patrón de interconexión y el tiempo de
transmisión de la información.

f

x
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f
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f
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f
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y

z

α1 α4

α2

α3

α5

ϕ  (x,y,z)

Figura 1.3: Modelo funcional de una ANN.
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Las RNAs t́ıpicas tienen la estructura del tipo mostrado en la figura 1.3. La red puede ser
pensada como una función φ que es evaluada en el punto (x,y,z). Los nodos implementan las
funciones primitivas f1,f2,f3,f4 que son combinadas para producir φ. Esta función implementado
por una red neuronal será denominada función de la red. Las diferentes selecciones de los pesos
α1, α2, α3, α4 produce diferentes funciones de red.

Figura 1.4: Arquitectura tridimensional de una red de neuronas artificiales.

Las RNAs constituyen un paradigma de computación inspirado en las capacidades de procesa-
miento de la información de los sistemas nerviosos biológicos [Rojas, 1996]. Las RNAs pueden ser
definidas como estructuras cognitivas de procesamiento de información basadas en modelos de fun-
ción del cerebro. Sus reglas surgen como propiedades emergentes y no como estructuras simbólicas.
Su propiedad más importante es la capacidad de aprendizaje que poseen, la cual se materializa en
la modificación adaptativa de sus pesos sinápticos. Este tipo de mecanismo responde al hecho esta-
blecido a nivel biológico, de que el conocimiento reside en las sinapsis de la red neuronal biológica.
Su comportamiento emerge de cambios estructurales dirigidos por reglas locales de aprendizaje.
Alcanzan sus resultados después de procesar el conjunto de entradas que llegan a ellas por sus
conexiones aferentes, a través de procesos de auto-organización. Son altamente fiables por el uso
de la redundancia, y tolerantes a fallos, tratan cualquier tipo de información: desde ruidosa a fuzzy,
y son de un procesado muy rápido debido al paralelismo.

1.3.1. Redes Neuronales Artificiales supervisadas

Las redes supervisadas implementan un tipo e aprendizaje que se realiza mediante un entre-
namiento controlado por un agente externo (supervisor) que determina la respuesta que debeŕıa
generar la red a partir de una entrada determinada.

Perceptrón simple

El modelo del perceptrón [Rosenblatt, 1961] refleja los comienzos del reconocimiento de patro-
nes automático. Consiste en una arquitectura de una sola capa de pesos modificable, con una capa
de entrada, que está compuesta de unos sensores de ajuste, y una capa de salida, con respuestas
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enviadas por la red. Su neurodinámica está compuesta de una función de red que utiliza la clásica
suma de las entradas (ecuación 1.1), y un escalón, bipolar o binario (ecuación 1.2), para la fun-
ción de activación, con un punto de transición que está determinado por un valor de umbral θi
almacenado localmente en la neurona.

neti(x) =
∑
j

wijxj (1.1)

yi =

{
0 if net < θi
1 if net ≥ θi

(1.2)

El modelo de aprendizaje que sigue es capaz de adaptar sus pesos y umbrales por medio de
un paradigma supervisado utilizando la regla del perceptrón, basada en la corrección del error
producido en la capa de salida:

∆wij = α(xi − di)xj , (1.3)

donde α es el radio de aprendizaje y di la salida deseada.

Una de las ventajas de este modelo es que utiliza el Teorema de Convergencia del Perceptrón
que garantiza la convergencia del aprendizaje en un tiempo finito y que la arquitectura siempre
permite representar la solución. Precisamente, es en su capacidad de representación donde reside
la gran limitación del modelo. En [Minsky and Papert, 1969] se discute su incapacidad de resolver
problemas no separables linealmente, por ejemplo el caso del problema del OR-exclusivo (XOR).

Perceptrón multicapa

Una forma de superar las limitaciones de representación mencionadas en el perceptrón simple
es a través de los perceptrones multi-capas (MLP). Un MLP constituye una topoloǵıa con una o
varias capas ocultas, y conexiones alimentadas hacia adelante entre sus capas sucesivas, tanto de
una forma parcial o total. Con el objetivo de representar cualquier función booleana es necesario
que algunas de las neuronas utilicen funciones de activación no lineales (función de umbralizado
o función sigmoide, ecuación (1.4), manteniendo el resto de la neurodinámica igual que para el
perceptrón simple.

fact(net, θ) = (1 + e−net+θ)−1 (1.4)

El algoritmo más popular para entrenar un MLP es el backpropagation o algoritmo de retropro-
pagación [Werbos, 1974]. Está basado en una corrección supervisada del error cuadrático generado
en la capa de salida utilizando un método de descenso del gradiente. Este método obliga a la
función de activación utilizada ser diferenciable y monótona. Comienza con la capa de salida y
ajusta los pesos de las conexiones que la afectan, produciendo una retropropagación de los errores
de las capas previas que sucesivamente corrigen los pesos hasta alcanzar la primera capa oculta.

∆wij = aδixj (1.5)
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δi =

 f ′act(neti, θi)(di − xi) if i ∈ Output
f ′act(neti, θi)

∑
k

δkwki otherwise (1.6)

Algunos de los problemas dignos de mención son estudiados en backpropagation, desde que el
método de descenso del gradiente no asegura alcanzar el error mı́nimo global, justo al contrario que
el perceptrón simple [Minsky and Papert, 1969]. Para solventar este obstáculo, se han propuesto
muchas variantes, tales como generalización, velocidad de aprendizaje y tolerancia a fallos.

1.3.2. Redes Neuronales Artificiales no supervisadas

Las redes de aprendizaje no supervisado (auto-supervisado) no requieren influencia externa
para ajustar los pesos de las conexiones entre sus neuronas. La red no recibe ninguna información
por parte del entorno que le indique si la salida generada en respuesta a una determinada entre es
o no correcta; por ello suele decirse que estas redes son capaces de auto organizarse.

Mapas de Kohonen

Los mapas auto-organizados (SOM) [Kohonen, 1989] [Kohonen et al., 2001] describen la idea
de que los mapas topográficos, al igual que los que existen en la corteza de los cerebros de los
animales altamente desarrollados, extraen las caracteŕısticas del espacio de entrada preservando
su topoloǵıa. Por una parte, estos combinan las caracteŕısticas de los sistemas competitivos, cuan-
tificando el espacio de entrada en diferentes regiones representadas por un número espećıfico de
neuronas de salida. Por otra parte, mantienen una relación de vecindad entre las unidades del
espacio de salida, es decir, dos neuronas vecinas representan regiones cercanas en el espacio de en-
trada. Por tanto, estos métodos generan un mapa discreto, posiblemente con una dimensionalidad
inferior a la del espacio de entrada, y preservan la topoloǵıa de este primero. Entre los méto-
dos más comúnmente utilizados, podemos encontrar las SOMs de Kohonen, aunque existen una
gran cantidad de variantes (ART [Grossberg, 1976], Sanger [Sanger, 1989], HUMANN [Báez, 2005],
etcétera). Éstas exhiben una topoloǵıa similar al Aprendizaje Competitivo Simple, pero la capa de
salida es organizada en un espacio m-dimensional de acuerdo a la forma que se desee del mapa, y
lo más común es una matriz de dos dimensiones.

La neurodinámica que siguen los SOMs de Kohonen acepta las mismas posibilidades que las
del Aprendizaje Competitivo Simple. También siguen un paradigma no supervisado y un entre-
namiento competitivo. Las principales variaciones están relacionadas con las modificaciones de los
pesos sinápticos (ecuación 1.7), que no sólo afectan a la neurona ganadora sino también en un
grado inferior al conjunto de neuronas de la vecindad de la ganadora, N, siendo capaz de generar
relaciones topológicas. Las relaciones de vecindad entre los nodos vienen dadas normalmente por
una rejilla bidimensional de tipo cuadrado o hexagonal, aunque puede ser de cualquier otra forma
geométrica, cuyo tamaño decrece durante el peŕıodo de entrenamiento.

∆wij =

{
α(xi − wij) if i ∈ N(arg max

k
(netk))

0 otherwise
(1.7)
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Los posibles usos de los mapas SOMs de Kohonen van desde la proyección de datos multiva-
riables hasta la aproximación de densidades en agrupaciones, habiendo sido aplicado en multitud
de campos [Kohonen et al., 2001].

Red de Sanger

T. Sanger [Sanger, 1989] propuso el Algoritmo Hebbiano Generalizado (GHA), un método
multi-componente igual que la regla de Oja para la primera componente, pero también capaz de
extraer el resto de los autovectores de longitud unitaria. El modelo posee m neuronas de salida
(y1, ..., ym) y n entradas (x1, ..., xn). La red de Sanger está completamente interconectada con
las entradas (figura 1.5); es una red de procesamiento donde la i -ésima unidad tiene asociada la
y-ésima salida que es dada por la siguiente expresión:

yi =
n∑
j=1

wijxj , (1.8)

donde n es la dimensionalidad del vector de entrada, xj, es el valor de la j -ésima entrada y wij
es el peso entre la j -ésima entrada y la i -ésima unidad. La regla de aprendizaje que progresivamente
ajusta la matriz de pesos es dada por la siguiente expresión:

∆wij = η(t)yi(xj −
i∑

k=1

ykwkj) (1.9)

En la ecuación 1.9 el radio de aprendizaje η(t) es linealmente decreciente en función del tiempo
t. Esta fórmula hace que los pesos de Sanger converjan hacia las componentes principales del
conjunto de datos de entrenamiento.

Figura 1.5: Estructura de la red neuronal de Sanger.

El GHA permite la extracción de caracteŕısticas de un conjunto de datos por medio de una
transformación del espacio de entrada en un nuevo espacio de caracteŕısticas con una dimensiona-
lidad inferior (concretamente el espacio de las componentes principales, PCA). Una vez realizada
la transformación a este espacio, se obtienen los scores (datos de entrada proyectados en el espacio
de caracteŕısticas) y los pesos o loads (coeficientes de correlación entre las cargas y el conjunto de
datos de entrada).
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Entre las utilidades del GHA se encuentran la de comprimir información sin demasiada pérdi-
da (transformación de Hotelling o Karhunen and Leove [Diamantaras and Kung, 1996]), identificar
patrones estad́ısticos en las distribuciones de datos y visualizar conjuntos de datos de alta dimen-
sionalidad.

1.3.3. Redes Neuronales Artificiales h́ıbridas

Las redes h́ıbridas son redes combinadas que acoplan una capa auto-organizada con otra su-
pervisada.

Red Counterpropagation

La red counterpropagation (CPN) constituye un modelo de red neuronal h́ıbrida propuesto en
1987 por Hech-Nielsen [Hecht-Nielsen, 1987]. En cierta forma, las CPNs son una extensión de la
aproximación de Kohonen [Kohonen et al., 2001]. Las redes CPNs son estructuras combinadas que,
haciendo un śımil con los sistemas naturales, también consiste en una jerarqúıa de redes, cada una
hecha de elementos especializados en diferentes tareas. En general las redes combinadas son más
poderosas que las redes monoĺıticas. La CPN además de poseer una arquitectura modular, es una
red h́ıbrida. Las redes h́ıbridas son redes combinadas que combinan una capa auto-organizativa
con otra retro-alimentada.

La CPN es una red neuronal modular compuesta de dos capas en cascada con aprendizajes
independientes, una capa competitiva o capa de Kohonen y una capa de aprendizaje outstar o
capa de Grossberg (figura 1.6).

Capa de
Entrada

Capa de
Kohonen

Capa de
Grossberg

Figura 1.6: Estructura de la red neuronal h́ıbrida Counter-Propagation.
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La neurodinámica seguida por la SOM de Kohonen acepta la misma posibilidad que la del
Aprendizaje Competitivo Simple. La ecuación 1.10 describe la modificación de los pesos sinápticos
que no sólo afecta a la neurona ganadora sino también al conjunto de neuronas en la vecindad
ganadora, N, en un menor grado, siendo capaz de generar relaciones topológicas. La relación de
vecindad entre los nodos es normalmente dada por una rejilla bidimensional de tipo cuadrado o
hexagonal, cuyo tamaño se decrementa durante el periodo de entrenamiento.

∆wij =

{
α(xi − wij) if i ∈ N(arg max

k
(netk))

0 otherwise
(1.10)

La segunda fase de la CPN implementa el aprendizaje de la regla delta, recibiendo un único
valor de 1 desde la etapa previa. Esta segunda capa (normalmente denominada capa de Grossberg)
es equivalente a un aprendizaje outstar [Freeman and Skapura, 1993]. El descenso por grandiente
sobre esta función de coste proporciona la actualización de pesos necesaria:

∆zi = −dE
dzi

= γ(f(x)− zi) , (1.11)

donde γ es la constante de aprendizaje. Tras varias iteraciones de aprendizaje supervisado, se
espera encontrar una buena aproximación de la función f . El entrenamiento de las capas intermedia
y de salida puede ser entre-mezclado o en secuencia.

Según lo anteriormente descrito, el aprendizaje de la red se divide en dos fases diferentes.
En primer lugar, la capa de Kohonen es entrenada utilizando de manera estocástica vectores
seleccionados del espacio de entrada. Esta capa produce una agrupación (clustering) del espacio
de entrada que corresponde a un diagrama de Voronoi de n-dimensiones y lo mapea a un espacio
de inferior dimensionalidad, generalmente de dos dimensiones. Después de esta fase, cada elemento
de esta capa se ha especializado en reaccionar a una cierta región del espacio de entrada. La salida
de esta capa puede estar controlada de forma que sólo dispara el elemento con la activación más
alta. Una vez encontrada la neurona ganadora (o central) entre el conjunto de neuronas de la capa
de Kohonen, se excitará una neurona a un elemento de la capa de Grossberg. Los pesos de ambas
capas (capa de Kohonen y capa de Grossberg) son ajustados acorde a los pares de vectores de
entrada y objetivo utilizando adecuadamente una tasa de aprendizaje seleccionada y una función
de vecindad.

En resumen, una vez entrenada una CPN, los pasos que sigue la red para aproximar un vector
de entrada v, son los siguientes:

1. Se normaliza el vector de entrada:

xi =
vi√∑
n

v2i

(1.12)

2. Dado que el vector de entrada ya está normalizado, la capa de entrada sólo lo distribuye a
las unidades de la capa competitiva
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3. La capa competitiva es del tipo “el ganador se lo lleva todo”. La unidad cuyo vector de peso
se asemeje más al vector de entrada será la ganadora, y tendrá un valor de salida igual a 1.
Todas las demás unidades tendrán salida nula. La salida de cada unidad se puede calcular
de la siguiente manera:

∆zi =

{
1 ‖netai‖ > ‖netaj‖∀j 6= i
0 otherwise

(1.13)

4. El ganador único de la capa competitiva excita a un elemento de la outstar Cada unidad
de la outstar alcanza rápidamente un valor de equilibrio igual al valor del peso que haya en
la conexión procedente de la unidad ganadora de la capa competitiva. Si la i -ésima unidad
gana en la capa intermedia, entonces la capa de salida produce un vector de salida y’ =
(w1i, w2i, ..., wmi), en donde m representa el número de unidades que haya en la capa de
salida.

Una de las ventajas más significativas de esta red es su rapidez en tiempo de cómputo. Los
entrenamientos suelen ser entre 10 y 100 veces más rápidos que los de las convencionales redes
Backpropagation, produciendo resultados similares. El incremento de esta velocidad (o reducción
de tiempo de cómputo) es atribuido a la simplificación que ocurre en la etapa auto-organizada. La
simplificación también permite que la segunda fase emplee un clasificador simple que produce una
probada convergencia en problemas de carácter lineal, mejor capacidad de generalización y una
reducción de los recursos de cómputo.
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Caṕıtulo 2

Método de sobre-muestreo extendido
basado en la red neuronal de Sanger
(SNEOM)

En este caṕıtulo se presenta un nuevo método de muestreo de datos basado en la red neuronal
de Sanger. En primer lugar, se centrará el problema de las clases no balanceadas y se describirán
las posibles aproximaciones y técnicas que existen actualmente para abordarlo. A posteriori, se
introducen los sistemas auto-organizados, y dentro de ellos los métodos proyectivos, a los cuáles
pertenece la red neuronal de Sanger, y por ende el método de muestreo propuesto. Tras estas
secciones se dará paso a la presentación del método en śı, finalizando el caṕıtulo con la validación
del mismo utilizando diferentes conjuntos de datos biomédicos provenientes de bases de datos
propias y repositorios públicos.

2.1. Distribuciones de datos no balanceadas: Un problema

de los sistemas de aprendizaje clásicos

El problema de clases no balanceadas corresponde a un problema propio de los sistemas de
aprendizaje inductivo en los que una clase es representada por un amplio número de muestras
mientras que la otra está representada sólo por unas pocas [Japkowicz and Stephen, 2002]. Este
problema es de crucial importancia debido a su existencia en múltiples ámbitos como el medioam-
biental, el financiero, el médico o el comercial y ha demostrado ser un cuello de botella importante
en el rendimiento obtenido por los métodos de aprendizaje en general, los cuales asumen una dis-
tribución de clases balanceada. Algunas aplicaciones espećıficas que presentan este probema son
la detección de vertidos de petróleo en imágenes radar de satélites, la detección de llamadas de
teléfono fraudulentas, la monitorizacion de fallos en la caja de cambios de helicópteros en vuelo,
el filtrado y recuperación de información, el diagnóstico en condiciones médicas extrañas.

Para abordar el problema de clases no balanceadas existen dos enfoques:

Desde el punto de vista de los datos. Abordan el problema reestructurando el conjunto
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de datos no balanceado y en algunos casos lo modifican. En este último supuesto la modifi-
cación se hace añadiendo nuevas muestras al conjunto de elementos de la clase minoritaria
CMI , o eliminando muestras de la clase mayoritaria CMA. Se definen pues dos técnicas dentro
de esta aproximación:

• Comité de multi-clasificadores ó multi-classifier committee: En este método se emplean
todos los datos contenidos en el conjunto de datos de entrada. En primer lugar, se
dividen las muestras de CMA en diferentes subconjuntos y luego se conforman varios
conjuntos de entrenamiento con cada subconjunto previo y todas las muestras de CMI .
Después de entrenar a diferentes clasificadores o al mismo clasificador con diferentes
conjuntos de entrenamiento, se combinan todos los resultados a través de un sistema de
votación mayoritario.

• Re-muestreo ó re-sampling : Consiste en el añadido o eliminación de muestras del conjun-
to no balanceado. Dependiendo de la acción a realizar, las técnicas a emplear pueden ser
de over-sampling o de under-sampling, respectivamente. La primera de ellas, la aproxi-
mación over-sampling, incrementa el número de muestras de CMI para reducir el grado
de desequilibro de la distribución. Un método que implementa esta técnica es SMOTE
[Chawla et al., 2002]. SMOTE produce muestras sintéticas de CMI seleccionando algu-
nos vecinos minoritarios más cercanos de una muestra, S, y genera nuevas muestras
de CMI a lo largo de la linea entre S y cada vecino minoritario más cercano. Por otra
parte, la aproximación under-sampling permite reducir el número de muestras de CMA.
Existen diferentes métodos basados en esta aproximación. El más simple es el denomi-
nado aproximación de sub-muestreo aleatorio ó random under-sampling approach, que
consiste en seleccionar un subconjunto de CMA aleatoriamente y luego combinarlo con
CMI para obtener el conjunto final de entrenamiento. Existen otras aproximaciones más
sofisticadas basadas en distancias (under-sampling approach based on distance) para se-
leccionar muestras más representativas. Este método emplea distintos criterios: el más
cercano, el más lejano, la media con respecto al más cercano y la media con respecto
al más lejano entre CMI y CMA. El principal inconveniente de los métodos basados en
distancias es que, para conjuntos de datos amplios, emplean una gran cantidad de tiem-
po en la selección de las muestras de CMA, por lo que no son eficientes en aplicaciones
reales.

Desde el punto de vista del algoritmo de aprendizaje. Con respecto a este enfoque,
podemos distinguir dos aproximaciones:

• Aprendizaje sensible al coste ó cost-sensitive learning : Esta aproximación supone que
los costes por errar en la clasificación son conocidos. Un clasificador basado en este
paradigma, intenta aprender más caracteŕısticas de las muestras de CMI estableciendo
un alto coste al fallo en la clasificación de una muestra de esta clase. Sin embargo,
a veces son desconocidos los costes por fallo en la clasificación y un clasificador cost-
sensitive puede resultar en un entrenamiento sobre-especializado. Un método que sigue
esta aproximación es Metacost [Domingos, 1999]. En él, se estima la probabilidad de
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cada clase por cada muestra y estas son re-etiquetadas de forma óptima con respecto
a los costes de clasificar erróneamente. El re-etiquetado de las muestras expande el
espacio de decisión ya que crea nuevas muestras a partir de las cuáles el clasificador
puede aprender [Domingos, 1999].

• Aprendizaje basado en reconocimiento ó recognition-based learning : Esta técnica intenta
sobre-especializar al clasificador mediante el aprendizaje de una sola clase (la clase mi-
noritaria, CMI). El aprendizaje de una sola clase es más adecuado que las aproximación
de dos clases en datos muy desequilibrados y en espacios de caracteŕısticas ruidosos de
alta dimensionalidad [Elkan, 2001].

2.2. Sistemas auto-organizados

Los sistemas auto-organizados son aquellos que poseen procesos que permiten aumentar au-
tomáticamente su organización interna, sin ser guiados o controlados por una fuente externa
[Ross, 1953] [Foerster and Zopf, 1962]. Normalmente, estos sistemas muestran propiedades emer-
gentes, que permiten a partir de reglas simples formar estructuras complejas [Holland, 1998]. El
concepto de auto-organización es primordial en la descripción de sistemas biológicos, desde el nivel
subcelular al nivel de ecosistema. Por otro lado, desde el punto de vista matemático e informáti-
co, ramas tales como la cibernética, los autómatas celulares, los grafos aleatorios, la computación
evolutiva y la vida artificial, presentan caracteŕısticas de auto-organización [Heylighen, 1992].

En el aprendizaje auto-organizado, también llamado aprendizaje no supervisado, a diferencia
del aprendizaje supervisado, no se hace uso de información externa, es decir, no contempla la exis-
tencia de una realimentación del entorno que indique cuáles deben ser las salidas a una información
de entrada dada, o si las salidas actuales son correctas o no. Esto en la práctica se traduce, en
que no hacen uso de un conjunto de patrones proporcionados por un tutor externo, que indica el
mapeo de entrada-salida que se desea lograr, por tanto, carece de un conjunto de salidas deseadas.
El propósito de este tipo de aprendizaje es descubrir patrones, familiaridades, caracteŕısticas signi-
ficativas, regularidades, correlaciones o categoŕıas dentro de sus datos de entrada y realizar dichos
descubrimientos sin un tutor, basándose en la observación y en la redundancia en la información
[Haykin, ] [J. Hertz, 1991].

Para poder realizar los descubrimientos citados anteriormente, los sistemas auto-organizados
hacen uso de reglas de naturaleza local, aśı por ejemplo, los cambios que sufren los pesos sinápticos
de una neurona están influenciados por el efecto de la vecindad inmediata de dicha neurona. Este
aspecto no tiene por qué ser una limitación en śı mismo, ya que tal como indicó Alan Mathi-
son Turing [Turing, 1952], el orden global puede surgir de interacciones locales. Incluso muchas
interacciones locales, inicialmente aleatorias, entre neuronas vecinas de una red pueden fundirse
en estados de orden global que finalmente lleven a una conducata coherente, lo que es en esencia
la auto-organización. Esta observación es aplicable tanto al cerebro como a redes neuronales ar-
tificiales, de hecho, los esquemas neuronales usados en aprendizajes auto-organizados, tienden a
seguir las estructuras neurobiológicas mucho más extensamente que los utilizados en sistemas con
aprendizajes supervisados. Un ejemplo de sistema auto-organizado es el juego de la vida propuesto
por John Horton Conway [Gardner, 1970]. En éste, los elementos de un autómata celular interac-
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cionan con sus vecinos adyacentes para definir su estado inmediatamente posterior, que puede ser
sobrevivir, nacer o morir, produciendo diferentes estructuras a medida que evoluciona el juego que
se repiten con cierta frecuencia.

Von der Malsburg propone tres principios básicos que se dan en los sistemas auto-organizados
[der Malsburg, 1990]:

1. Las modificaciones en los pesos sinápticos tienden a auto-amplificarse: al revés que en los sis-
temas de estabilización, los bucles de realimentación entre los pesos sinápticos y los patrones
de actividad han de ser positivos para producir la auto-organización. De hecho, este postu-
lado puede verse como una reescritura de la Ley de aprendizaje de Hebb básica [Hebb, 1949].
Dicha capacidad de auto-amplificación está limitada debido a la acotación de los propios
recursos que la alimentan: la localidad de las señales disponibles y los recursos energéticos.

2. La limitación de los recursos conduce a la competicion entre sinapsis y por tanto a la selección
de la sinapsis más fuerte a expensas de las restantes: debido a lo limitado de los recursos, la
manera de fortalecer una sinaptsis debe ser compensada por el decrecimiento o desaparición
de otras y mantener de esta forma un equilibrio global gracias a la plasticidad sináptica.
En este postulado podemos ver las ideas conducente a la ley de aprendizaje competitivo
[der Malsburg, 1973].

3. Las modificaciones en los pesos sinápticos tienden a cooperar: una sola sinpasis por śı misma
no puede producir, eficientemente, eventos favorables. Para hacerlo necesita la cooperación
entre un grupo de sinapsis coincidentes en una misma neurona que produzca señales coinci-
dentes con suficiente fuerza para activar dicha neurona. De esta forma, la presencia de una
sinapsis fuerte puede, en lugar de competir, facilitar el crecimiento de otras.

Los principios anteriores hablan de la red en śı misma, sin embargo el aprendizaje no supervisado
únicamente puede llegar a resultados últiles cuando hay redundancia en los datos de entrada, de
esta manera, tal como afima Barlow [Barlow, 1989], la redundancia genera conocimiento. Más
formalmente hablando, la información real contenida en el canal de entrada debe de ser menor que
la máxima información que puede transportar dicho canal.

Las arquitecturas de los sistemas auto-organizados pueden tener gran variedad de formas, lo
más común suele ser una capa de entrada, que distribuye sus datos sobre una capa de salida,
que hace las funciones de capa de representación, y donde hay conexiones hacia adelante desde
la entrada a la salida e interconexiones laterales entre las neuronas de la capa de salida. Otras
veces consisten en redes multicapa con conexiones hacia adelante entre capas consecutivas, donde
en cada una de las capas se producen procesos auto-organizativos. También es común, excepto en
el caso de mapas de caracteŕısticas, que el número de unidades de salida sea mucho menos que las
de entrada [Carpenter and Grossberg, 1991].

El hecho de utilizar reglas de aprendizaje local, junto a que no están restringidos a tener que
adaptarse a un mapeo determinado, suele producir que los procesos de aprendizaje sean mucho
más rápidos y efectivos que en modelos supervisados. Es más, muchas veces se combinan en una
misma red varias capas, unas con modelos de aprendizaje no supervisados y otras con supervisados,
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generando redes neuronales modulares e h́ıbridas que mejoran la eficacia de otros sistemas más
simples [Hrycej, 1992].

Muchos modelos auto-organizados se basan simplemente en ideas intuitivas que en la prácti-
ca proporcionan buenos resultados, no obstante, en algunos casos se puede definir formalmente
cantidades, tales como cantidad de información, varianza de la salida o funciones de coste, que
ha de ser maximizada o minimizada. Estos modelos basados en optimización están más cercanos
a aquellos que se utilizan en las ciencias estad́ısticas, de hecho hay relaciones bastante próximas
entre muchos modelos neuronales auto-organizados y otras técnicas de reconocmiento estad́ıstico
de patrones [Sarle, 1994].

2.2.1. Funciones y métodos

Entre las funciones que presentan los sistemas no supervisados podemos destacar la visuali-
zación, que permite hacer una representación visual de los datos que se manejan. También estos
modelos permiten obtener representaciones más eficientes de dichos datos, posiblemente con cierta
pérdida de información, pero más aptas para poder almacenarlos, interpretarlos o transmitirlos
a través de canales de comunicación. Este aspecto de optimización de la representación también
es posible reformarlo para ser utilizado en problemas de optimización combinatoria. Finalmente,
una de las funciones más importantes proporcionada por los sistemas auto-organizados, es poder
encontrar la forma en que están estructurados los datos, lo que permite realizar y probar diversas
hipótesis sobre dichos datos aśı como generar sistemas de clasificación sobre ellos.

Para poder realizar las funciones anteriores, existen, en mayor o menos medida, diversos méto-
dos dentro del campo del reconocimiento de patrones [Ripley, 1996] [Jain et al., 2000] de los que
muchos de ellos pueden ser implementados mediante modelos neuronales. Uno de los más intere-
santes son los métodos proyectivos, que serán usados en el desarrollo de este trabajo.

2.2.2. Métodos proyectivos

Los métodos proyectivos para la extracción de caracteŕısticas generan una transformación del
espacio de entrada en un nuevo espacio de caracteŕısticas con una dimensionalidad más baja. Habi-
tualmente, dicha transformación se crea en base a combinaciones lineales que tratan de maximizar
alguna medida de interés, como el preservar la máxima cantidad de información posible, reducien-
do notablemente la dimensionalidad de los datos. Su utilidad se centra en la compresión de datos
o codificación óptima y la visualización de datos de elevada dimensionalidad.

Existen modelos de redes neuronales que son capaces de converger a los resultados de méto-
dos clásicos de esta categoŕıa, como el Análisis de las Componentes Principales (PCA, del inglés
Principal Component Analysis) [Diamantaras and Kung, 1996] y el Análisis de las Componentes
Independientes (ICA, del inglés Independent Component Analysis) [Oja, 1997]. En concreto, entre
las técnicas neuronales cuyos procesos convergen al PCA tenemos la red de Sanger o también
llamado Algoritmo Hebbiano Generalizado (GHA, del inglés Generalized Hebbian Algorithm), el
Extracto de componentes Principales Adaptivo (APEX, del inglés Adaptive Principal-component
Extractor), el modelo de Foldiak y el modelo de Rubner. También es posible el uso de arquitectu-
ras neuronales autoasociativas provistas de un cuello de botella que codifique las entradas en una
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capa oculta, de esta forma las activaciones de las unidades de dicha capa oculta constituirán las
caracteŕısticas buscadas.

Por otro lado es posible otro tipo de proyecciones denominadas escalados multidimensionales
basadas en métodos no lineales de extracción de caracteŕısticas. Su cometido principal es represen-
tar un conjunto de datos multidimensionales dentro de un espacio bi o tri-dimensional, de forma
que las distancias entre cualquier par de datos en el espacio inicial sean preservadan con la ma-
yor exactitud posible en el espacio de caracteŕısticas. Su utilidad se centra en la visualización de
datos multidimensionales, ya que a diferencia de los métodos proyectivos anteriores, no están pre-
parados para reconstruir los datos iniciales a partir de las caracteŕısticas obtenidas. El mapeo de
Sammon constituye uno de los métodos más utilizados dentro de esta categoŕıa, el cual puede ser
implementado neuronalmente [Mao and Jain, 1995].

2.3. SNEOM

2.3.1. Motivación

Los conjuntos de datos no balanceados entrañan un gran problema para los clasificadores de-
bido a la representación desigual de las clases. La mayoŕıa de los algoritmos de aprendizaje no son
capaces de tratar con distribuciones no balanceadas. Ellos suelen asumir una distribución balancea-
da entre las clases, repercutiendo en una significativa reducción en el rendimiento del clasificador.
Este inconveniente se encuentra en una multitud de diferentes dominios en los que la colección de
muestras positivas (relativas a la clase minoritaria o de interés) es menor que la representación de
muestras negativas (clase mayoritaria o popular).

Concretamente, en el campo médico, los conjuntos de datos no balanceados suponen un pro-
blema realmente cŕıtico debido a que el coste de clasificar una muestra de la clase minoritaria
(p.e. una enfermedad poco frecuente), como perteneciente a la clase mayoritaria (p.e. no padecer
esa extraña enfermedad), es especialmente alto. En ese caso, un sujeto que realmente padece la
enfermedad podŕıa no estar tratado adecuadamente desde el punto de vista médico.

En algunos escenarios médicos, la existencia de pocas muestras de la clase minoritaria o
de interés se debe bien a la complejidad para diagnosticar la enfermedad por los facultativos
[Weiss, 2004], o bien por el coste que implica la adquisición de datos necesaria para poder establecer
un diagnóstico [Weiss and Tian, 2008]. Además, para alcanzar un buen rendimiento de los clasifi-
cadores, esencialmente los neuronales, como es el caso que nos ocupa, es necesario la generación de
un conjunto de datos extenso y representativo de las clases que lo componen [Batista et al., 2004].

Es por tanto, necesario disponer de un mecanismo que permita aumentar la representación de las
muestras de interés para mejorar la eficacia de los sistemas de aprendizaje utilizados por los sistemas
de diagnóstico asistidos por ordenador. De ah́ı, surge la necesidad de SNEOM (un método de sobre-
muestreo basado en la red neuronal de Sanger, en inglés, Sanger Network based Over-sampling
Method). SNEOM es un método neuronal proyectivo para la generación de datos multivariable. Su
principal caracteŕıstica es que el sobre-muestreo se realiza sobre un espacio transformado de los
datos de entrada. Con ello puede aplicarse a datos de cualquier dimensionalidad, proporcionando
la capacidad de visualización de los mismos.
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2.3.2. Diseño y Desarrollo

Cuando un clasificador es entrenado utilizando un conjunto de datos que contiene una repre-
sentación predominante de una clase con respecto a las demás, o bien, cuando no se dispone de
un conjunto de datos lo suficientemente extenso y representativo para generar un conjunto de
entrenamiento rico, éste se sobre-especializará en la detección de muestras de la clase mayoritaria,
errando aquellas muestras pertenecientes al conjunto minoritario.

En esta sección se describirá SNEOM, un método dirigido a lidiar con problemas de clases
no balanceadas desde el punto de vista de los datos, inspirado en las técnicas de sobre-muestreo
de datos, también denominadas over-sampling en inglés. Este método permite la generación de
muestras de las clases minoritarias y mayoritarias de un conjunto de datos no balanceado, a
diferencia de los métodos clásicos de over-sampling que trabajan únicamente sobre el conjunto
de muestras minoritario. De ah́ı su nombre extendido. Esta propuesta está orientada no sólo
a aumentar el número de muestras de la clase minoritaria, sino a incrementar la proporción de
muestras de ambas clases, con el objetivo de producir un conjunto de datos balanceado más extenso
y representativo.

SNEOM es un método neuronal proyectivo para la generación de datos sintéticos multivaria-
bles. La principal caracteŕıstica de este método reside en que el re-muestreo es llevado a cabo
sobre el espacio transformado de los datos de entrada. Es por ello que SNEOM puede ser apli-
cado sobre conjuntos de datos n-dimensionales, proporcionando la visualización de datos de alta
dimensionalidad en dos o tres dimensiones. Otra importante caracteŕıstica de este método es la
capacidad de manejar conjuntos de datos con ausencia de algunos valores ó missing. Esta ca-
racteŕıstica se encuentra incorporada por la arquitectura neuronal que implementa SNEOM, la
red de Sanger, espećıficamente la Red de Sanger Extendida para Tratamiento de Datos Missing
[Garćıa Báez et al., 2007].

El esquema de SNEOM puede observarse en la figura 2.2, donde se muestran las fases de que
consta este método de sobre-muestreo: Proyección, Generación y Reconstrucción-Cuantización.

En la figura 2.1 puede observarse la dinámica del método. En SNEOM se ha utilizado como
perturbación un filtro o ruido Gaussiano, ya que nos permite, mediante la parametrización del
ancho de la campana Gaussiana, controlar la distancia a la que se generan las muestras sintéticas
con respecto a la original. Obtenida la muestra perturbada, se comprueba si está dentro del área de
aceptación. En caso de que lo esté, la muestra perturbada será incluida en el conjunto de muestras
generadas candidatas. A continuación, se comprueba si se ha alcanzado el factor para esa clase. En
caso de que se haya alcanzado dicho valor, el método devolverá el conjunto de muestras candidatas.
En caso de que no se hubiese alcanzado el factor para esa clase, se volverá a generar una nueva
muestra perturbando la muestra original. Si alguna de las nuevas muestras perturbadas no cae
dentro del área de aceptación, se desecharán las muestras contenidas en el conjunto de muestras
generadas candidatas y se decrementará el ancho de la campana de Gauss utilizada por el ruido
Gaussiano en 0.1 unidades. En caso de que el ancho de la Gaussiana sea igual a 0, el método
finalizará sin devolver ninguna muestra generada. En caso de que el ancho de la Gaussiana sea
distinto de cero, se volverá al proceso iterativo de perturbar la muestra original utilizando un ancho
de la campana Gaussiana inferior, por lo que las sucesivas muestras que se generen estarán más
cerca de la muestra original y por tanto, tendrán mayor probabilidad de caer dentro del área de
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aceptación.

Tomar una muestra del 
conjunto de datos de 

entrada

Genera una nueva muestra 
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de aceptación?

Incluir la nueva muestra en 
el conjunto de muestras 
generadas candidatas

Disminuir ancho de la 
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generadas candidatas = ∅

NO

SI
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NO
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generadas = conjunto de 
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SI
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Gaussiana = 0 ?

NO

SI

conjunto de muestras 
generadas = ∅

Figura 2.1: Diagrama de flujo del algoritmo de sobre-muestreo SNEOM para una muestra del
conjunto de entrada.

El primer paso llevado a cabo por el método es el pre-procesamiento de los datos. Antes de
realizar la proyección de los datos de entrada es necesario estandarizarlos. Ésta es una tarea
esencial debido a que el método proyectivo utilizado es sensible al escalado relativo de las variables
originales. Tras la estandarización, los datos son transformados en una distribución Gaussiana
centrada en cero y desviación estándar unitaria.

Después de la fase de pre-procesado, se lleva a cabo un proceso de extracción de caracteŕısticas
utilizando un método proyectivo neuronal. Se genera una transformación del espacio de entrada
en un nuevo espacio de caracteŕısticas, concretamente el espacio de las Componentes Principales
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Figura 2.2: Esquema de las diferentes fases del método SNEOM.

(PCA), con una dimensionalidad inferior, preservando la máxima cantidad de información posible.
El método propuesto implementa este proceso de transformación utilizando una aproximación
neuronal cuyos procesos convergen en PCA, la red de Sanger, también denominada Algoritmo
Hebbiano Generalizado adaptada para poder llevar a cabo el procesamiento de datos missing.
Esta adaptación sigue un esquema similar a [Samad and Harp, 1992], haciendo que estos valores
missing no contribuyan a la salida ni modifiquen los pesos de las red [Garćıa Báez et al., 2007]:

yi =
N∑

j∈Ptt

wijxj (2.1)

Donde Pt es el conjunto de unidades de entrada, j, cuyos valores xj están disponibles en el
instante t. La regla de aprendizaje que progresivamente ajusta esta matriz de pesos viene dada
por la siguiente expresión:

∆wij =

η(t)yi(xj −
i∑

k=1

ykwkj) if j ∈ Pt

0 otherwise

(2.2)

En la expresión dada por la ecuación 2.2, el radio de aprendizaje η(t) es una función linealmente
decreciente en el instante t. Esta fórmula produce que los pesos de la red de Sanger converjan a
las componentes principales del conjunto de datos de entrenamiento.

Una vez realizada la transformación al espacio PCA por medio de la red de Sanger, se obtie-
nen los scores (datos de entrada proyectados en el espacio de caracteŕısticas) y los pesos o loads
(coeficientes de correlación entre las cargas y el conjunto de datos de entrada).

La cantidad de componentes principales depende del porcentaje de varianza obtenido después
de entrenar la red de Sanger. Es importante resaltar que la bondad de la reconstrucción posterior de
los datos proyectados al espacio de entrada inicial, está fuertemente relacionada con este parámetro,
por lo que es recomendable seleccionar una cantidad de componentes principales suficiente como
para proporcionar alrededor del 90 % de la varianza de los datos de entrada.
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La siguiente fase del método consiste en aplicar el procedimiento de over-sampling extendido
sobre el espacio de caracteŕısticas. En primer lugar, se establecen los factores de las clases mino-
ritaria y mayoritaria a través de dos parámetros introducidos por el usuario, los cuáles indican la
cantidad de muestras sintéticas que el algoritmo generará para cada clase. Si el factor de la clase
mayoritaria es distinto de cero, la versión del método utilizada es la de over-sampling extendido,
y se generarán muestras sintéticas tanto para la clase minoritaria como para la clase mayoritaria.
Posteriormente, el procedimiento calcula las áreas de aceptación para cada muestra proyectada.
Éstas determinan los ĺımites dentro de los cuales pueden generarse nuevas muestras, utilizando
las varianzas de la distribución de datos. Las regiones de aceptación son calculadas como las des-
viaciones estándar para cada variable de cada clase. Una vez calculadas las áreas de aceptación
para cada clase, éstas se centran en las coordenadas de cada muestra proyectada. Seguidamente,
el método toma iterativamente cada muestra y le añade un ruido Gaussiano, empleando un ancho
de campana igual a la unidad, para perturbar la muestra original y genera una nueva muestra
cercana 2.3(a). En caso de que la nueva muestra caiga dentro del área de aceptación, una nueva
muestra sintética será generada y otras nuevas muestras sintéticas serán generadas hasta que el
factor para esa clase sea alcanzado. Si cualquier muestra sintética cae fuera de los ĺımites del área
de aceptación, ésta no será aceptada y el ancho de la campana del ruido Gaussiano será decremen-
tado en 0.1 unidades, con el objetivo de generar a continuación nuevas muestras más cercanas a
la original y tener aśı mayor probabilidad de caer dentro de los ĺımites del área de aceptación. La
fórmula siguiente describe el ruido Gaussiano utilizado para perturbar cada muestra original:

sij = zij + sqrt(σ)RNORijρ+ µ (2.3)

En la ecuación anterior, zij es la muestra original normalizada, RNORij es un valor aleatorio
perteneciente a una función de densidad probabiĺıstica (PDF) Gaussiana centrada en cero y con una
desviación estándar unitaria, obtenida mediante el método de Ziggurat [Marsaglia and Tsang, 2000].

Los datos proyectados en el espacio de las componentes principales preservan las caracteŕısticas
estad́ısticas de la distribución para cada clase. Perturbar las muestras en este espacio transformado
nos permite modificar unas pocas dimensiones en lugar de todo el conjunto de variables del espacio
de entrada. De esta forma, el número de dimensiones perturbadas es reducido y ello facilita también
la visualización del proceso completo. En la figura 2.3(b) se puede observar el resultado de perturbar
las muestras originales de la clase minoritaria. En la figura 2.4 se muestra el resultado de una
aproximación de sobre-muestreo extendido, donde también el factor de la clase mayoritaria es
distinto de cero.

Después de la etapa de generación, se encuentra la fase de reconstrucción, que consiste en
transformar el espacio de caracteŕısticas en el espacio de entrada, nuevamente. El vector original
de entrada (x) puede ser reconstruido (Rx) con una mı́nima pérdida de información desde el vector
de m-salidas (y) y los pesos de la red de Sanger (W ), lo que es también denominado, el proceso de
descompresión. El uso de este método proyectivo como técnica de compresión es conocido también
como Hotelling o transformada de Karhunen and Leove (KL) [Diamantaras and Kung, 1996]. La
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(a)

(b)

Figura 2.3: a) Muestras sintéticas generadas a partir de cada muestra de la clase la clase minoritaria.
Las cruces verdes representan las muestras originales, las cruces azules las muestras generadas y
las áreas en color rojo las regiones de aceptacion para esa clase. b) Conjunto de muestras originales
de la clase minoritaria más el conjunto de muestras generadas tras aplicar SNEOM.

ecuación que lleva a cabo la reconstrucción o descompresión es la siguiente:

Rxi =
m∑
j=1

wijyi (2.4)

Una vez que los datos han sido proyectados nuevamente en el espacio de entrada, se realiza
el proceso inverso a la estandarización además de una cuantización sobre los datos. Este último
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Figura 2.4: Conjunto de muestras originales más generadas tras aplicar un sobre-muestreo exten-
dido utilizando SNEOM. Lás áreas de color verde corresponden a las regiones de aceptación de la
clase mayoritaria y las áreas de color rojo a las de la clase minoritaria.

paso es crucial para ajustar los datos generados al rango de los datos de entrada. El resultado de
aplicar SNEOM puede verse en la figura 2.5. En ésta se visualiza el conjunto de entrada desde 2 y 3
dimensiones (figuras 2.5(a) y 2.5(b)), aśı como sus homónimas tras haber aplicado un procedimiento
de sobre-muestreo sobre la clase minoritaria (figuras 2.5(c) y 2.5(d)).

2.3.3. Aplicación de SNEOM en problemas de clasificación médica no
balanceada

Con el objetivo de validar el método SNEOM se han llevado a cabo diferentes experimentos
sobre conjuntos de datos no balanceados pertenecientes al ámbito del diagnóstico médico. Se han
analizado los resultados de varias clasificaciones bimodales utilizando paradigmas neuronales y no
neuronales, concretamente: un clasificador probabiĺıstico Näıve Bayes (NB), un árbol de clasifica-
ción C4.5, y un perceptrón multicapa (MLP), embebidos todos ellos en el software para mineŕıa
de datos Environment for Knowledge Analysis (WEKA) [I.H. Witten, 2005]. A continuación se
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(a) (b)

(c) (d)

Figura 2.5: a) Variable MEC frente a Barthel del conjunto de datos de entrada. b) Variable MEC
frente a Barthel y nivel educativo del conjunto de datos de entrada. c) Variable MEC frente a
Barthel del conjunto de datos tras aplicar un sobre-muestreo a la clase minoritaria. d) Variable
MEC frente a Barthel y nivel educativo del conjunto de datos tras aplicar un sobre-muestreo a la
clase minoritaria.
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describirán los conjuntos de datos utilizados, aśı como los resultados obtenidos como validación
del método SNEOM.

Conjuntos de datos

Se han seleccionado tres bases de datos de ámbito médico las cuales se utilizaron para entre-
nar y testear tres paradigmas de clasificación diferentes. Las clasificaciones estudiadas han sido:
discriminar entre sujetos con DCL y sujetos sanos, detección de cáncer de mama, identificando la
existencia de tumores malignos, y clasificación de patoloǵıas en la columna vertebral, distinguiendo
entre exploraciones normales y patológicas. Los dos últimos conjuntos de datos han sido extráıdos
del repositorio público UCI [Repository, 2007] mientras que el primero ha sido obtenido a partir
de consultas reales utilizando el entorno cĺınico virtual EDEVITALZH [Araujo et al., 2004]. Estos
conjuntos de datos difieren en sus tamaños y tasas de desequilibrio, resultando en escenarios va-
riados donde probar SNEOM. Con el objetivo de llevar a cabo un estudio homogéneo del método,
con alta fiabilidad en la fase de reconstrucción y fácil visualización, se ha seleccionado un subcon-
junto de atributos de los conjuntos de datos, tomando como referente la configuración de los datos
relacionados con el DCL. Por tanto, se han utilizado los siguientes conjuntos de datos:

1. El conjunto de datos de pacientes con DCL, obtenido desde EDEVITALZH [Araujo et al., 2004].
Este conjunto contiene 116 consultas relativas a un grupo de pacientes de la Unidad de Aten-
ción a la Dependencia de Santander (Cantabria, España). Dentro de esta base de datos hay
92 consultas correspondientes a sujetos sanos y las 24 restantes hacen referencia a consultas
donde a los pacientes se les ha diagnosticado DCL. Las variables incluidas en esta base de
datos son: el test Mini-Examen Cognitivo (MEC), que corresponde a la versión española del
test de examen de estado MiniMental (MMSE), el ı́ndice de Barthel, que evalúa las capacida-
des funcionales del individuo, y el nivel educativo. Estas variables se encuentran detalladas
en mayor profundidad en la sección 3.2.

2. Conjunto de datos Breast Cancer Wisconsin [Repository, 2007]. Este conjunto de datos
está compuesto por 683 muestras, 444 de ellas correspondientes a tumores beningnos y las
restantes 239 pertenecientes a tumores malignos. Cada instancia está representada por cuatro
variables relacionadas con información de citoloǵıas de mamas: espesor de la masa, uniformi-
dad en el tamaño de las células, uniformidad en la forma de las células y adhesión marginal.

3. Conjunto de datos Vertebral Column [Repository, 2007]. La cantidad total de muestras conte-
nidas en este conjunto de datos es 310, divididas en 210 muestras representando exploraciones
anormales y 100 muestras acordes a exploraciones normales. Cada paciente se encuentra re-
presentado en el conjunto de datos por cuatro atributos biomecánicos derivados de la forma
y orientación de la pelvis y la espina dorsal: incidencia pélvica, inclinación pélvica, ángulo
de lordosis lumbar e inclinación sacra.

Paradigmas de clasificación

Para validar el método SNEOM se han seleccionado tres clasificadores relativos a tres diferentes
paradigmas para probar el método en diferentes escenarios de clasificación. Estos clasificadores han
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sido lanzados desde WEKA [I.H. Witten, 2005]. A continuación se indica la clase que identifica a
cada clasificador dentro de WEKA y se describe brevemente a cada uno de ellos.

Näıve Bayes (weka.classifiers.bayes.NaiveBayes) Los clasificadores Bayesianos proporcio-
nan una aproximación simple, con una semántica clara, para representar, utilizar y aprender el
conocimiento probabiĺıstico. El método está diseñado para usar en tareas de inducción supervisada,
en las cuáles el objetivo es predecir de manera precisa la clase de las instancias de test para las cuales
las instancias de entrenamiento han incluido la información de la clase [John and Langley, 1995].
Uno puede ver tal clasificador como una forma especializada de red Bayesiana, denominada näıve
porque depende de dos suposiciones importantes. En particular, asume que los atributos predictivos
son condicionalmente independientes dadas la clase, y presupone ni atributos ocultos ni latentes
influencian el proceso de predicción. Por ello, cuando se representa gráficamente, un clasificador
Bayesiano naive tiene la forma de la figura 2.6, en la cual los arcos son dirigidos desde el atributo
de la clase hacia los atributos observables, predictivos [Buntine, 1994].

C

F1 F2 F3 FN. . .

Class node

Feature nodes

Figura 2.6: Representación de una red Bayesiana.

Árbol de clasificación C4.5 (weka.classifiers.trees.J48) Los árboles de decisión comienzan
con un conjunto de casos, o ejemplos, y crean una estructura de datos arbórea que puede ser
utilizada para clasificar nuevos casos. Cada caso es descrito por un conjunto de atributos (o ca-
racterósticas) que pueden tener valores numéricos o simbólicos. A cada muestra de entrenamiento
se le asocia una etiqueta representando el nombre de la clase. Cada nodo interno de un árbol de
decisión contiene una condición, el resultado de la cuál es utilizado para decidir que rama seguir
desde ese nodo [Quinlan, 1993]. Por ejemplo, una condición podŕıa ser ’es x > 4?’, para un atributo
x dado. Si el resultado es verdadero, entonces la muestra procederá hacia la rama de la izquierda,
y en el caso contrario, la muestra descenderá por la rama de la derecha. Los nodos hojas contienen
etiquetas de clases en lugar de condiciones. En el modo de clasificacion, cuando una muestra de test
(que no tiene etiqueta) alcanza un nodo hoja, el C4.5 la clasifica utilizando la etiqueta almacenada
para ese nodo. El árbol de clasificación C4.5 y su predecesor, el ID3, utilizan fórmulas basadas en
la teoŕıa de la información paa evaluar la ”bondad”de una condición; en particular, ellos eligen
las condiciones que extraen la mayor cantidad de información desde un conjunto de casos, dada
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la restricción de que sólo un atributo puede ser evaluado [Quinlan, 1993]. En la figura 2.7 puede
observarse la representación gráfica de un árbol de decisión.

X   > a

Yes
1

No

X   < b2

Yes No
Class 1

Class 1Class 2

Figura 2.7: Representación de árbol de decisión.

Perceptrón multicapa (weka.classifiers.functions.MultilayerPerceptron) El perceptrón
multicapa es una estructura de red neuronal que puede ser utilizado para clasificación y regresión.
Un MLP consta de múltiples capas de nodos en un grafo dirigido con cada capa completamente
conectada con la siguiente (ver figura 2.8). Excepto para los nodos de la capa de entrada, cada
nodo es una neurona (o elemento de procesamiento) con una función de activación no lineal.

Entrada 1

Entrada 2

Entrada 3

Salida 1

Salida 2

Capa de
Entrada

Capa
Oculta

Capa de
Salida

Figura 2.8: Representación gráfica de un Perceptrón con una capa oculta.

El algoritmo más popular para entrenar MLP es el denominado backpropagation [Werbos, 1974].
Está basado en una corrección supervisada del error cuadrático generada en la capa de salida uti-
lizando el método del descenso del gradiente. El MLP es una modificacion del estándar perceptrón
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lineal y puede discriminar entre datos que no son linealmente separables. En la sección 1.3.1 se
encuentra explicado este clasificador con mayor nivel detalle.

Validación del método

Los resultados han sido obtenidos entrenando tres paradigmas de clasificación diferentes con
tres distribuciones de datos, un conjunto de datos no balanceado (original), y dos conjuntos de datos
balanceados utilizando las aproximaciones de Over-Sampling (OS) y de Over-Sampling Extendido
(EOS) de SNEOM. Para la primera distribución, los clasificadores fueron entrenados utilizando las
muestras generadas mediante el método SNEOM. Todos los conjuntos de datos fueron divididos en
conjuntos de entrenamiento, test y validación, tomando un 75 % entre los dos primeros conjuntos
y el 25 % restante para el conjunto de validación.

Se han tomado en consideración una variedad de medidas que nos han permitido obtener un
conjunto de evaluaciones estables y fiables con el objetivo de validar y demostrar la efectividad
del método de sobre-muestreo desarrollado como parte de este trabajo, SNEOM. Las métricas
utilizadas han sido:

Precisión: Es la tasa de muestras de validación correctamente clasificadas. La ecuación que
la define es la siguiente:

Precision =
(TP + TN)

TP + FP + FN + TN
(2.5)

donde TP representa el número de verdaderos positivos, FP denota el número de falsos
positivos, y TN y FN indican el número de verdaderos y falsos negativos, respectivamente.

Sensibilidad: Esta métrica mide la proporción de muestras positivas correctamente identifi-
cadas.

Sensibilidad =
TP

TP + FP
(2.6)

Especificidad: Representa la tasa de muestras negativas correctamente clasificadas.

Especificidad =
TN

TN + FN
(2.7)

Área bajo la curva (AUC): El área bajo la curva ROC representa el rendimiento esperado
para un clasificador dado en términos de tasa de falsos positivos (FPR) frente a la tasa de
verdaderos positivos (TPR).

En las tablas de las métricas resultantes se indica el tipo de dato usado y el clasificador. Aśı,
el conjunto de datos de entrada no balanceado utilizado para el entrenamiento es denotado como
Original. Los conjuntos de datos compuestos por muestras sintéticas utilizando el método SNEOM
están designados por SNEOMOS para la aproximación Over-Sampling pura, y SNEOMEOS para
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Precisión Sensibilidad Especificidad AUC

Original+MLP 89.67 % 50.00 % 100 % 0.993
SNEOMOS+MLP 90.00 % 83.33 % 91.30 % 0.964
SNEOMEOS+MLP 82.76 % 100 % 78.26 % 0.986
Original+NB 79.31 % 0 % 100 % 0.500
SNEOMOS+NB 82.76 % 66.67 % 86.96 % 0.808
SNEOMEOS+NB* 93.10 % 100 % 91.30 % 0.928
Original+C4.5 79.31 % 0 % 100 % 0.500
SNEOMOS+C4.5 79.31 % 100 % 73.91 % 0.870
SNEOMEOS+C4.5 82.76 % 100 % 78.26 % 0.906

Tabla 2.1: Métricas obtenidas para el conjunto de datos de pacientes con DCL.

la aproximación Over-Sampling extendida. Los mejores resultados están indicados en negrita con
un asterisco.

Para el primer conjunto de datos, los resultados obtenidos se muestran en la tabla 2.1. En este
caso, entrenando tanto un Näıve Bayes como un árbol de decisión C4.5, utilizando el conjunto de
datos no balanceado, todas las muestras fueron predichas como pertenecientes a la clase mayori-
taria, por lo que todas las instancias de la clase minoritaria fueron clasificadas incorrectamente
(sensibilidad = 0 %). Entrenando un MLP con el mismo conjunto de datos, sólamente la mitad de
las muestras de la clase minoritaria fueron aciertos (sensibilidad = 50 %) y todas las muestras del
conjunto mayoritario fueron correctamente clasificadas (100 %). Debido a que el conjunto de vali-
dación no balanceado está compuesto por aproximadamente cuatro veces más muestras de la clase
mayoritaria (23 sujetos sanos) que de la clase minoritaria (6 sujetos con DCL), el valor de AUC es
el más alto en la tabla (0.993). Atendiendo a los clasificadores entrenados con el conjunto de datos
OS, las sensibilidades fueron significativamente superiores que entrenando a los clasificadores con
el conjunto de datos desequilibrado, aunque las especificidades se vieron decrementadas debido a
que los clasificadores han realizado una clasificación más justa que en el anterior escenario (en el
que tanto las muestras positivas como las negativas fueron identificadas como pertenecientes a la
clase mayoritaria). En este caso que nos ocupa, los valores de precisión son siempre mayores que
los obtenidos con el conjunto de entrenamiento no balanceado excepto para el clasificador C4.5, en
el que coinciden (79.31 %). Cuando se emplea el conjunto de datos EOS, se consigue un 100 % de
sensibilidad para todos los clasificadores. Utilizando este conjunto de entrenamiento, las tasas de
especificidad fueron menores que las obtenidas con el conjunto de datos no balanceado, debido a la
enorme influencia de clasificar todas las muestras del conjunto de validación como muestras de la
clase mayoritaria, aunque para casi todos los casos supera a los valores obtenidos con el conjunto
de datos OS (excepto para el clasificador MLP). Aunque el valor de AUC para un clasificador MLP
entrenado con el conjunto de datos no balanceado es el mayor, este valor no es fiable para indicar
una buena tasa de clasificación, debido a que sólo el 50 % de las muestras de la clase minoritaria
fueron correctamente clasificadas. La mejor combinación fue la formada por el clasificador NB
entrenado con el conjunto de datos EOS, obteniendo las mejores tasas de precisión y sensibilidad
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(93.1 % y 100 %, respectivamente) y una alta tasa de especificidad (91.3 %).
En relación al conjunto de datos Breast Cancer Wisconsin, cuyos resultados se muestran en

la tabla 2.2, los valores de sensibilidad y AUC resultaron siempre mejor para los conjuntos de
datos balanceados OS y EOS, que para el conjunto no balanceado, por lo que, utilizando SNEOM
es más probable identificar correctamente las muestras de la clase minoritaria. Adicionalmente, la
precisión es mayor para los conjuntos de entrenamiento OS y EOS que para el conjunto Original en
la mayoŕıa de los casos, excepto para el clasificador C4.5 que es ligeramente menor. Los valores de
especificidad se encuentran muy cercanos entre las distribuciones balanceadas y la no balanceada
utilizando los clasificadores MLP y NB, obteniéndose el mayor valor (96.64 %) para un clasificador
NB entrenado con el conjunto de datos OS. Esta configuración también proporciona el mayor valor
de precisión, por lo que es una de las mejores combinaciones junto con la formada por el clasificador
MLP entrenado con el cojunto de entrenamiento EOS. Esta última proporciona la mayor tasa de
sensibilidad (96.61 %), reconociendo aśı el mayor número de muestras de la clase minoritaria.

Precisión Sensibilidad Especificidad AUC

Original+MLP 94.12 % 89.80 % 96.40 % 0.991
SNEOMOS+MLP 95.29 % 94.92 % 95.50 % 0.993
SNEOMEOS+MLP* 95.29 % 96.61 % 94.50 % 0.993
Original+NB 95.29 % 93.22 % 96.40 % 0.992
SNEOMOS+NB* 95.88 % 95.00 % 96.40 % 0.993
SNEOMEOS+NB 95.29 % 95.00 % 95.50 % 0.994
Original+C4.5 94.12 % 93.22 % 94.59 % 928
SNEOMOS+C4.5 93.53 % 96.61 % 91.89 % 0.961
SNEOMEOS+C4.5 93.53 % 95.00 % 92.79 % 0.939

Tabla 2.2: Métricas obtenidas para el conjunto de datos Breast Cancer Wisconsin.

Los resultados para el conjunto de datos Vertebral Column están representados en la tabla 2.3.
En ésta se observa que resulta bastante dif́ıcil para cualquier clasificador discriminar correctamen-
te entre las clases, como indican los bajos porcentajes obtenidos para todas las métricas. En este
escenario, las tasas de precisión son muy similares para todos los casos, excepto para el clasificador
C4.5 entrenado con el conjunto Original, que es mayor que el resto de configuraciones debido a que
todas las muestras fueron clasificadas como pertenecientes a la clase mayoritaria, y consecuente-
mente todas las muestras de la clase minoritaria fueron identificadas incorrectamente (sensibilidad
= 0 %). Por tanto, para este problema, la precisión no es una medida fiable para comparar di-
ferentes configuraciones. Los valores de sensibilidad obtenidos fueron siempre significativamente
superiores para OS y EOS que para el conjunto Original, y los valores de AUC fueron mejores
cuando se empleó SNEOM. Las especificidades fueron ligeramente superiores para los conjuntos
de entrenamiento no balanceados, debido a que los clasificadores predijeron en la mayoŕıa de los
casos que las muestras de validación pertenećıan al conjunto mayoritario. Los clasificadores MLP
y NB proporcionaron buenos resultados nuevamente. Utilizando un clasificador MLP entrenado
con el conjunto OS se obtuvieron las mejores tasas de sensibilidad y de AUC (85 % y 0.743 %, res-
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pectivamente), indicando que este clasificador entrenado con el conjunto equilibrado con la técnica
de sobre-muestreo pura de SNEOM es capaz de identificar más muestras del conjunto minoritario
que el resto de clasificadores. El clasificador NB entrenado con el conjunto EOS consiguió la mejor
precisión, siendo el que proporcionó el mejor balance entre la clasificación de muestras mayoritarias
y minoritarias (sensibilidad = 72 %, especificidad = 61.54 %).

Precisión Sensibilidad Especificidad AUC

Original+MLP 64.94 % 40.00 % 67.31 % 0.700
SNEOMOS+MLP 63.64 % 85.00 % 55.77 % 0.743
SNEOMEOS+MLP 63.64 % 72.00 % 59.62 % 0.700
Original+NB 63.64 % 64.00 % 63.46 % 0.708
SNEOMOS+NB 62.34 % 68.00 % 59.62 % 0.718
SNEOMEOS+NB 64.94 % 72.00 % 61.54 % 0.739
Original+C4.5 67.53 % 0 % 100 % 0.500
SNEOMOS+C4.5 63.64 % 72.00 % 59.62 % 0.671
SNEOMEOS+C4.5 62.34 % 85.00 % 53.85 % 0.672

Tabla 2.3: Métricas obtenidas para el conjunto de datos Vertebral Column.

Los resultados obtenidos para estas tres aplicaciones médicas con diferentes niveles de desequi-
librio y tamaños han validado el método SNEOM y justificado su bondad para utilizarlo en tareas
de clasificación con clases no balanceadas. Además, se ha demostrado la validez de los datos gene-
rados, debido a que se ha entrenado a los clasificadores con datos sintéticos y se ha validado con
datos originales. En todos los experimentos, los mejores resultados fueron obtenidos tras entrenar
a los clasificadores con los conjuntos de datos balanceados utilizando la técnica de Over-Sampling
puro y la novedosa técnica de Over-Sampling extendido propuesta en SNEOM.

2.3.4. SNEOM-GUI: Interfaz Gráfica de Usuario

Con el fin de disponer de una herramienta software amigable mediante la cual poder aplicar
el método SNEOM de manera sencilla e intuitiva, se ha desarrollado una aplicación de escritorio,
denominada SNEOM Graphical User Interface (SNEOM-GUI), que permite sobre-muestrear un
conjunto de datos proporcionado por el usuario. Tras configurar rápida y sencillamente los paráme-
tros de la red neuronal de Sanger y del método de sobre-muestreo, la aplicación proporciona al
usuario un conjunto de vistas de todo el proceso de generación, desde la visualización de los datos
de entrada en 2D y 3D, hasta la reconstrucción final al espacio de entrada de los datos sintéticos
generados.

SNEOM-GUI ha sido desarrollada en el lenguaje de programación C de Dennis M. Ritchie
[Kernighan and Ritchie, 1991], utilizando la libreŕıa GIMP Tool Kit (GTK) para el desarrollo de
interfaces de usuario de la fundación GNOME [The GTK+ Project, 1998]. Una de las principales
ventajas de esta libreŕıa de desarrollo es que es multiplataforma, estando disponible para los
entornos gráficos GNOME, XFCE, ROX, Windows y Mac OSX, entre otros.
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GTK pone a disposición de los desarrolladores un amplio conjunto de widgets u objetos para
integrar en sus interfaces de usuario, tales como ventanas, botones, menús, etiquetas, deslizadores,
pestañas, etc. GTK es software libre y parte del proyecto GNU, permitiendo a los desarrolladores
utilizarla sin necesidad de pagar costes de licencia ó derechos de autor.

Para la generación de las gráficas SNEOM-GUI utiliza Gnuplot. Gnuplot es una utilidad para
generar gráficas dirigida por comandos disponible para OS/2, Microsoft Windows, Mac OSX, VMS
y otras muchas plataformas. El código fuente posee derechos de autor pero puede ser distribuido
libremente. Gnuplot fue originalmente creada para permitir a los cient́ıficos y estudiantes visualizar
funciones matemáticas y datos de forma interactiva, pero ha pasado a soportar muchos usos no
interactivos tales como la creación de scripts webs. Gnuplot es también utilizada como el núcleo
gráfico de aplicaciones de terceros como Octave, la alternativa software libre a Matlab.

SNEOM-GUI proporciona un cojunto de funcionalidades, entre las que podemos destacar:

Compatibilidad con múltiples formatos de ficheros. SNEOM-GUI soporta un amplio
número de diversos formatos de ficheros ampliamente utilizados para almacenar patrones y
trabajar con software especializado en mineŕıa de datos. Entre estos formatos se encuentran
las consultas a bases de datos exportadas en texto plano, ficheros CSV, C4.5 y ARFF. En
el apartado 2.3.5 se describen en profundidad todos y cada unos de los formatos soportados
por SNEOM-GUI.

Visualización del procedimiento. SNEOM-GUI proporciona un conjunto de vistas para
visualizar todo el proceso de sub-muestreo: desde la visualización de los datos de entrada
en 2D y 3D hasta la reconstrucción de los datos generados, pasando por la proyección en el
espacio PCA y la visualización de las muestras generadas en el espacio proyectado dentro de
las regiones de aceptación.

Gráficas exportables en formato vectorial. SNEOM-GUI pone a disposición del usua-
rio las gráficas de todo el proceso de sub-muestreo en los formatos de imagen PS, PDF y
PNG. En primer lugar, Las imágenes son obtenidas en formato PostScript (PS) median-
te Gnuplot. A continuación, SNEOM-GUI utiliza las aplicaciones por consola Ghostscript
[Ghostscript, 1988] e ImageMagick [ImageMagick, 1999] para convertir las imágenes a PDF
y PNG, respectivamente.

Diseño modular. SNEOM-GUI ha sido diseñada con el objetivo de incrementar sus fun-
cionalidades cómodamente, por lo que está estructurada en diversos ficheros que la hacen
modular y fácilmente escalable. En la figura 2.9 puede observarse un diagrama de los fi-
cheros fuente principales que componen la aplicación de la interfaz. Esencialmente, los más
importantes son los siguientes:

• main: Contiene todas las funciones para dibujar la interfaz gráfica aśı como todos los
manejadores de eventos.

• gnuplot-tools : Contiene todas las funciones de generación de gráficos bidimensionales
y tridimensionales, mediante Gnuplot. Estas funciones son altamente parametrizables,
para poder generar desde el código C cualquier gráfico que pudiera generarse desde el
intérprete de Gnuplot.
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• matrix-tools : Contiene todas las funciones de tratamiento de matrices. Tanto las funcio-
nes para obtener las áreas de aceptación como el filtro Gaussiano están implementadas
en este fichero.

• tools : Contiene funciones de tratamiento de ficheros aśı como de manejo de rutas y
ristras y otras utilidades para la aplicación.

gnuplot-
tools

Main

matrix-
tooks

tools

Contiene todas las rutinas
en GTK para dibujar la vista

más los manejadores 
de eventos

readCSVFile                

getFirstClassInstances

getSecondClassInstances

gaussianWhiteNoise

generateAcceptanceAreas

normalizate

quantizate

plotDataset2D                
plotDataset3D                
plotAcceptanceAreas2D                
...

...

imagePdfPath
imagePngPath
imagePsPath
getFileName
...

Figura 2.9: Diagrama de los ficheros principales que componen SNEOM-GUI junto a sus métodos
más significativos.

2.3.5. Formatos de ficheros compatibles

SNEOM-GUI permite importar datos desde diferentes formatos de ficheros, por lo que resulta
bastante simple cargar ficheros de patrones desde repositorios públicos y exportarlos a formatos
compatibles con otros programas de mineŕıa de datos.

A continuación se describen los formatos de ficheros compatibles con SNEOM-GUI.
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Consultas a bases de datos en texto plano SNEOM-GUI permite la lectura de ficheros
exportados desde las bases de datos en formato de texto plano, separando cada campo o columna
de la base de datos por el śımbolo ”,”. A continuación, se puede observar un ejemplo de una de
las filas obtenidas tras la consulta a la base de datos del entorno cĺınico virtual EDEVITALZH
[Araujo et al., 2004]:

“21”;“10000505101010151505”;“3”;“DCL”

CSV Los ficheros CSV (del inglés Comma-Separated Values) son un tipo de documento en
formato abierto sencillo para representar datos en forma de tabla, en las que las columnas se
separan por comas (o punto y coma en donde la coma es el separador decimal: España, Francia,
Italia, etc.) y las filas por saltos de ĺınea. Los campos que contengan una coma, un salto de ĺınea
o una comilla doble deben ser encerrados entre comillas dobles. Aprovechando el ejemplo anterior,
la representación de dicha ĺınea en CSV seŕıa la siguiente:

21,10000505101010151505,3,DCL

C4.5 Para un conjunto de datos denominado “prueba”, existiŕıan tres ficheros: prueba.data,
prueba.test y prueba.names (muchos conjuntos de datos no proporcionan los ficheros .test). El
fichero .names describe el conjunto de datos, y los ficheros .data y .test contienen muestras que
componen el conjunto de datos, que pueden ser utilizadas como conjunto de entrenamiento y de
testeo, respectivamente. Los ficheros .name contienen una serie de entradas que describen las cla-
ses, atributos y valores del conjunto de datos. Cada entrada es terminada con un punto, que puede
ser omitido si se trata del último elemento. La primera entrada es una lista de los nombres de las
clases separadas por comas (y terminadas por un punto). Cada ĺınea sucesiva define un atributo,
en el orden en el que aparecen en los ficheros .data y .test con el siguiente formato:

nombre-atributo: tipo-atributo .

El nombre-atributo es un identificador seguido de dos puntos, y a continuación el tipo del
atributo que debe ser de uno de los listados a continuación:

continuous: representa un atributo continuo.

discrete <n>: representa un valor discreto que puede tomar ‘n’ valores.

<lista de identificadores>: Es un atributo discreto con los valores enumerados. Cada identi-
ficador debe ir separado por comas.

ignore: el atributo no será tomado en consideración.
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Para representar el ejemplo anterior mediante el formato C4.5, habŕıa que definir al menos dos
ficheros:

fichero “.names”:
Sano, DCL
mec: discrete <36>
barthel: discrete
educacion: discrete <7>

fichero “.data”:
21,10000505101010151505,3,DCL

ARFF El formato de ficheros ARFF es propio de WEKA [I.H. Witten, 2005]. Se divide en tres
partes: “@relation”, “@attribute” y “@data”:

@relation <relation-name>: Todo fichero ARFF debe comenzar con esta declaración en su
primera ĺınea (no se pueden dejar ĺıneas en blanco al principio). ¡relation-name¿será una
cadena de caracteres y si contiene espacios habrá que ponerla entre comillas.

@attribute <attribute-name> <datatype>: En esta sección se incluirá una ĺınea por cada
atributo (o columna) que se vaya a introducir en nuestro conjunto de datos, indicando su
nombre y el tipo de dato. Con <attribute-name> se indica el nombre del atributo, que
debe comenzar por una letra y si contiene espacios tendrá que estar entrecomillado. Con
<datatype> se indica el tipo de dato para este atributo (o columna) que puede ser:

• numeric (numérico)

• string (texto)

• date [<date-format>] (fecha). En <date-format> se indicará el formato de la fecha, que
será del tipo yyyy-MM-dd’T’HH:mm:ss.

• <nominal-specification>. Estos son tipos de datos definidos por nosotros mismos y que
pueden tomar una serie de valores que indicamos.

@data: En esta sección incluiremos los datos propiamente dichos. Separaremos cada columna
por comas y todas filas deberán tener el mismo número de columnas, número que coincide
con el de declaraciones @attribute que añadimos en la sección anterior. Si no se dispone de
algún dato, se colocará un signo de interrogación (?) en su lugar. El separador de decimales
tiene que ser obligatoriamente el punto y las cadenas de tipo string tienen que estar entre
comillas simples.

Volviendo al ejemplo anterior, el fichero ARFF que lo representaŕıa seŕıa el siguiente:

@relation PacientesSanosyDCL
@attribute diagnostico (SANO, DCL)
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@attribute mec integer
@attribute barthel integer
@attribute educacion integer
@data
21,10000505101010151505,3,DCL

2.3.6. Vistas proporcionadas por la interfaz

Cuando ejecutamos SNEOM-GUI, la ventana principal de la aplicación es similar a la que se
puede observar en la figura 2.10. Inicialmente, la aplicación nos sitúa en la pestaña Sanger network,
desde la que se pueden configurar los parámetros de la red neuronal de Sanger.

Figura 2.10: Vista de la configuración paramétrica de la red neuronal de Sanger.

En orden a cómo aparecen en pantalla, los parámetros para configurar la red son los siguientes:

Learning Ratio. Ratio inicial de aprendizaje de la red de Sanger.

Number of iterations. Número máximo de iteraciones o ciclos de la red.

Logs generation interval. Intervalo de generación de logs.

Number of PCAs (cumulative variance). Número de componentes para el cálculo de la va-
rianza acumulada.
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Number of PCAs (reconstruction error). Número de componentes para el cálculo del pro-
medio del error cuadratico (mse) de reconstrucción.

Maximun error. Máximo error admitido.

Random number seed. Valor de la semilla para números aleatorios.

Learning with mean by columns equal to 0. Indica si se quiere aprendizaje con media por
columnas a 0.

Mean of each pattern equal to 0. Indica si se quiere la media de cada patron a 0.

Haciendo click en la pestaña Data Generation aparecerá una ventana parecida a la figura 2.11,
mediante la cual podremos configurar el método de sobre-muestreo.

Figura 2.11: Vista de la configuración paramétrica del método sobre-muestreo.

Para configurar el método hay que indicar los parámetros listados a continuación:

Input data file. Fichero de patrones de entrada.

Output file. Fichero de patrones de salida, formado por los patrones de entrada más los
generados mediante el método de sobre-muestreo.

Minority class factor. Factor de la clase minoritaria.

Majority class factor. Factor de la clase mayoritaria.
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Tras configurar ambas pestañas, SNEOM se encontrará correctamente parametrizado, por lo
que sólamente es necesario hacer click en el botón Run, situado en la parte inferior de la ventana.
Una vez se comience a ejecutar el método de sobre-muestreo, aparecerá una pequeña barra de
progreso en el centro de la ventana de la aplicación, indicando que el método está ejecutándose y
una estimación de cuánto falta para que finalice su ejecución (figura 2.12).

Figura 2.12: Vista de la ejecución del método SNEOM.

Una vez se complete la ejecución del método, se mostrarán diversas pestañas para visualizar
todo el proceso del método de sobre-muestreo. En la imagen 2.13 puede observarse la pestaña
Input Data, en la cual se puede visualizar el conjunto de entrada en dos dimensiones. Mediante el
selector que se encuentra en la parte superior derecha de la ventana, puede seleccionarse cualquier
combinación de dos variables del conjunto de entrada para ser visualizadas desde esta pestaña.

Análogamente, si se quisiera visualizar el conjunto de entrada en tres dimensiones, se puede
hacer seleccionado la opción 3D del menú combo. De esa forma, el selector que comentábamos
anteriormente mostrará tuplas de tres variables, para poder seleccionar cualquier de ellas, repre-
sentando aśı tres de las variables del conjunto, como puede apreciarse en la figura 2.14. Desde el
resto de pestañas pueden observarse las imágenes relativas a la proyección del conjunto de entrada
en el espacio PCA, las áreas de aceptación centradas en cada punto del espacio proyectado, y la
reconstrucción desde el espacio proyectado al espacio de entrada, mostradas en la sección 2.3.2.
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Figura 2.13: Vista bidimensional de los datos de entrada.

Figura 2.14: Vista tridimensional de los datos de entrada.
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Caṕıtulo 3

Sistema inteligente de ayuda al
diagnósitico del DCL basado en
computación neuronal

3.1. Análisis de algunos criterios cĺınicos para la detección

del DCL

Presentamos un análisis de la influencia de diferentes instrumentos de valoración cognitiva y
funcional para la detección del DCL con el objetivo de obtener un conjunto reducido de criterios
relevantes para dicho diagnóstico, utilizando para ello el enfoque de la computación neuronal.
Emplearemos el mismo tipo de arquitectura neuronal tanto para la selección de caracteŕısticas
relevantes como para diseñar el sistema de ayuda al diagnóstico del DCL, redes neuronales h́ıbridas,
concretamente la red neuronal Counterpropagation (CPN). Trabajaremos con un conjunto de datos
extráıdo de la base de datos de la Iniciativa de Neuroimagen de la Enfermedad de Alzheimer (en
inglés, Alzheimer’s Disease Neuroimaging Initiative, ADNI) [ADNI, 2004]. Para poder hacer uso de
los datos obtenidos de ADNI, se han elaborado un conjunto de funciones en Matlab que permitieron
leer los ficheros en formato CSV proporcionados por ADNI, almacenarlos en formato matricial,
y posteriormente acceder a los mismos como si de una consulta a una base de datos se tratase,
seleccionando campos o columnas de interés de diferentes ficheros y combinándolos en uno sólo
por medio de los identificadores de cada registro.

Para cada sujeto se seleccionaron cinco caracteŕısticas: La puntuación del test MMSE, la Escala
de Deterioro Global (GDS), el cuestionario de las actividades funcionales (FAQ), la edad y años
de educación de cada paciente. Se tomaron todas las posibles combinaciones entre al menos un
instrumento de valoración y el resto de variables, y se construyeron 24 subconjuntos de datos. En
total se entrenaron 6624 redes CPN y se seleccionaron las redes que mejores resultados de clasifi-
cación proporcionaron para cada subconjunto de datos. Los resultados, mostrados en la tabla 3.1,
indicaron que la puntuación del test MMSE en combinación con la del FAQ y la edad del paciente
proporcionaron la mejor precisión (94.05 %) y sensibilidad (90 %), que es la capacidad de reconocer
satisfactoriamente a un paciente con DCL. Este resultado concuerda con los resultados obtenidos
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cuando se analizaron los conjuntos de datos de dos variables, donde la combinación del MMSE y
del FAQ consiguieron las mejores tasas de sensibilidad (89.29 % y 73.73 %, respectivamente). Por
otra parte, el conjunto de datos compuesto por el valor del test FAQ y los años de educación del
paciente, alcanzó una especificidad del 100 %, es decir, permitió clasificar correctamente la totali-
dad de sujetos sanos. Sin embargo, cuando las variables MMSE, FAQ, edad y años de educación
del paciente fueron suministradas a la CPN, las tasas de rendimiento no fueron incrementadas con
respecto a los resultados previamente discutidos. En este caso, la precisión obtenida fue de 89.29 %,
la tasa de sensibilidad fue 80 % y la especificidad fue igual a 94.44 %.

Precisión ( %) Sensibilidad ( %) Especificidad ( %)

MMSE+FAQ 89.29 73.73 98.15
MMSE+GDS 76.19 63.33 81.48
MMSE+EDUCATION 76.19 70 79.63
MMSE+Age 84.52 73.33 90.74
GDS+FAQ 89.29 86.67 90.74
GDS+EDUCATION 66.67 23.33 90.74
GDS+Age 69.048 60 74.07
FAQ+EDUCATION 89.29 70 100
FAQ+Age 88.10 70 98.15
MMSE+EDUCATION+FAQ 86.91 76.67 92.59
MMSE+EDUCATION+GDS 79.76 70 85.19
MMSE+AGE+FAQ* 94.05 90 96.30
MMSE+AGE+GDS 84.52 66.67 94
MMSE+AGE+EDUCATION 78.571 56.67 90.74
MMSE+GDS+FAQ 88.10 83.33 90.74
GDS+EDUCATION+FAQ 83.33 60 96.30
GDS+AGE+FAQ 89.29 83.33 92.59
GDS+AGE+EDUCATION 66.67 16.67 94.44
MMSE+EDUCATION+FAQ+GDS 89.29 80 94.44
MMSE+AGE+FAQ+GDS 90.48 80 96.30
MMSE+FAQ+AGE+EDUCATION 89.29 80 94.44
MMSE+GDS+AGE+EDUCATION 82.14 60 94.44
GDS+EDUCATION+FAQ+AGE 82.14 60 94.44
MMSE+EDUCATION+FAQ+GDS+Age 86.91 73.33 94.44

Tabla 3.1: Métricas de rendimiento obtenidas para CPNs entrenadas con diferentes subconjuntos
de variables.

A la vista de los resultados obtenidos, la combinación de un instrumento de cribado cognitivo
como el MMSE con uno funcional como el FAQ pueden proporcionar altas sensibilidades para
detectar el DCL. Además, cuando se suministra la edad o el nivel de educación del paciente es
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posible detectar fácilmente a los sujetos sanos. Por tanto, el uso combinado de esta información
cĺınica podŕıa permitir llevar a cabo una fiel discriminación entre sujetos sanos y sujetos con DCL.
Es por ello, que basándonos en los resultados obtenidos, en las secciones siguientes se utilizarán
variables análogas a estas comentadas, que pertenecen a un conjunto de pacientes de los E.E.U.U.,
pero de aplicación en España, puesto que la base de datos seleccionada corresponde a un conjunto
de pacientes diagnosticado por un médico geriatra español, que utiliza instrumentos de valoración
estandarizados y ampliamente utilizados en nuestro páıs.

3.2. Cuerpo de datos

Los datos utilizados para todos los experimentos fueron extráıdos del entorno cĺınico EDEVI-
TALZH [Araujo et al., 2004]. El cuerpo de datos fue conformado con consultas de un grupo de
pacientes de la Unidad de Atención a la Dependencia de Santander (Cantabria, España). Para
diagnosticar a estos sujetos de forma precisa, el facultativo tomó en consideración para cada uno
de ellos los siguientes parámetros cĺınicos:

El proceso de anamnesis. La anamnesis es la reunión de datos subjetivos, relativos a un
paciente, que comprenden antecedentes familiares y personales, signos y śıntomas que expe-
rimenta en su enfermedad, experiencias y, en particular, recuerdos, que se usan para analizar
su situación cĺınica. Es un historial médico que puede proporcionar información relevante
para diagnosticar posibles enfermedades.

Las exploraciones f́ısica y neurológica. Corresponden al conjunto de evaluaciones que per-
miten obtener información acerca del estado de salud de un paciente con los medios de la
práctica cĺınica habitual.

Las sintomatoloǵıas cognitiva, no cognitiva, funcional y otras. Son todas aquellas valoraciones
que permiten hallar alteraciones en la cognición, en la independencia funcional o encontrar
otras posibles sintomatoloǵıas que pueda presentar el paciente.

Hábitos tóxicos. Constituyen todas aquellas sustancias dañinas para la salud que el paciente
consume regularmente.

Enfermedades intercurrentes. Son posibles enfermedades que se presentan en el curso de otra
enfermedad sin que tengan relación directa con la primera.

Pruebas complementarias. Se tratan de pruebas diagnósticas que solicita el médico y que se
realiza al paciente tras una anamnesis y diversas exploraciones, para confirmar o descartar un
diagnóstico cĺınico. Algunos ejemplos de pruebas complementarias son los análisis cĺınicos,
pruebas de imagen, electrogramas, etc.

Prescripción de fármacos. Relación de todos los medicamentos que el paciente consume o ha
consumido recientemente.
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Figura 3.1: Vista del componente integrado en EDEVITALZH para visualizar el conjunto de datos
de pacientes con DCL.

El cuerpo de datos está formado por 92 consultas relativas a 39 sujetos sanos y 24 sujetos con
DCL. En la imagen 3.1 puede observarse una captura del componente integrado en EDEVITALZH
para visualizar desde la Web la relación de pacientes con DCL y sanos contenidos en la base de
datos de este entorno cĺınico virtual. Para el desarrollo de este módulo se ha utilizado la libeŕıa
Flexigrid [Flexigrid, 2010] para JQuery [JQuery, 2009].

Todos los sujetos fueron diagnosticados por un médico geriatra utilizando los criterios de Pe-
tersen [Petersen, 2004]. En [Petersen, 2004] Petersen propone un conjunto de criterios para el tipo
más extendido de DCL, el DCL amnésico (a-DCL), que incluye: quejas subjetivas de memoria
normalmente corroboradas por un informante, déficit de memoria objetivo para la edad, funciones
cognitivas preservadas esencialmente, actividades funcionales en gran parte intactas y ausencia de
demencia. La estructura del cuerpo de datos incluye: el identificador del paciente, las puntuaciones
obtenidas en los dos instrumentos cĺınicos más utilizados en neuroloǵıa y geriatŕıa, el Mini-Examen
Cognitivo (MEC) y el test functional de Barthel junto al nivel educativo del paciente. A continua-
ción se describen los test neuropsicológicos utilizados:

El Mini-Examen Cognitivo de Lobo et al. (MEC) [Lobo et al., 1999] es la versión española
del test MMSE, el instrumento estandarizado más extendido, empleado y citado para valorar
la función cognitiva. Consiste en un conjunto de cuestiones simples y cortas que permiten
la evaluación rápida de diversas áreas cognitivas: orientación, fijación, cálculo y atención,
memoria, lenguaje, lectura, escritura, y habilidades visoconstructivas. Existen dos versiones
del test MEC, la primera de ellas que puntúa desde 0 hasta 30 puntos, y la segunda y más
utilizada en la actualidad, de hasta 35 puntos. Cuanto más alta sea la puntuación obtenida,
mejor estado presentan las funciones cognitivas.
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El ı́ndice de Barthel [Mahoney and Barthel, 1965] evalúa las funciones puras de las activi-
dades básicas de la vida diaria: continencia, ir al baño, vestirse, asearse, comer, arreglarse
y trasladarse. Es considerado un instrumento observacional y una gúıa objetiva del curso
de la enfermedad crónica, como una ayuda para estudiar el proceso de envejecimiento en la
rehabilitación. Su rango de puntuación oscila entre 0 (totalmente dependiente) y 100 (inde-
pendiente).

Sanos DCL

Sujetos (s) 39 (68.42 %) 18 (31.58 %)
Consultas (c) 92 (79.31 %) 24 (20.69 %)

Edad (años)
Media ± Desv. Est. 80.95 ± 5.85 80.17 ± 6.36
Rango 66 - 96 58 - 87

Nivel educativo (s / c)
Analfabeto 2 / 5 3 / 4
Leer y Escribir 7 / 18 0 / 0
Estudios mı́nimos 8 / 19 3 / 3
Educación primaria 19 / 41 6 / 10
Educación secundaria 2 / 5 3 / 4
Estudios universitarios 1 / 4 3 / 3

MEC
Media ± Desv. Est. 29.50 ± 3.51 26.04 ± 4.14
Rango 18 - 35 15 - 33

Barthel
Media ± Desv. Est. 84.24 ± 21.00 86.46 ± 12.02
Rango 5 - 100 55 - 100

Tabla 3.2: Caracteŕısticas demográficas, resultados de los tests neuropsicológicos y nivel educativo
de los sujetos.

La tabla 3.2 proporciona información acerca de las caracteŕısticas demográficas, los resultados
de los tests neuropsicológicos y el nivel educativo de los sujetos que forman parte del estudio. La
desproporción entre el número de consultas de cada clase (92 consultas relativas a sujetos sanos
frente a 24 consultas de pacientes con DCL), denota que se trata de un problema de clases no
balanceadas. Como se comentó previamente en la sección 2.3.1, los conjuntos de datos no balan-
ceados tienen una fuerte influencia sobre los clasificadores, causando una reducción significativa
del rendimiento de estos debido al sesgo en la distribución de clases. Esta situación implica un
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problema cŕıtico en medicina debido a que los costes de clasificar una muestra minoritaria como
perteneciente a la clase mayoritaria son especialmente altos. En ese caso, un sujeto que realmente
padece la enfermedad podŕıa no ser tratado de manera adecuada desde el punto de vista médico.
Esto supone un alto coste debido a que no se permitiŕıa tratar ese declive cognitivo que en la ma-
yoŕıa de los casos desemboca en la EA o en otra demencia, influyendo de forma clara en la calidad
de vida del paciente. Otro inconveniente surgido durante la fase de diseño del sistema artificial
inteligente para la ayuda al diagnóstico del DCL desarrollado en este trabajo, es el tamaño del
cuerpo de datos, donde el número de muestras es universalmente pequeño (menor que 100) para
este tipo de patoloǵıas neurológicas. Esta suele ser una situación muy extendida en este ámbito
de trabajo [Lonie et al., 2009], a excepción de muy pocos estudios. Estos se encuentran limitados
a una fase de entrenamiento del modelo neuronal adecuada aśı como a considerar el error de ge-
neralización de manera precisa. Por esta razón resulta necesario utilizar un método que permita
conseguir estos objetivos de manera eficiente. Es por ello, que para enfrentar estos problemas se
ha utilizado el método SNEOM, descrito en el caṕıtulo 2.

3.3. Sistema de ayuda a la detección del DCL basado en

la red neuronal Counterpropagation

El sistema de ayuda a la detección del DCL se ha diseñado basado en una arquitectura neu-
ronal h́ıbrida, la CPN. Se ha analizado su bondad comparándola con otra arquitectura neuronal
supervisada, como es el perceptrón multicapa entrenado con el algoritmo de aprendizaje Backpro-
pagation, aśı como el diagnóstico realizado por un facultativo, proporcionando la CPN propuesta
los mejores resultados de detección.

El sistema h́ıbrido basado en una arquitectura CPN ha sido implementado en Matlab utilizando
la versión 3.3 de la Kohonen and CP-ANN toolbox [Ballabio et al., 2009]. La configuración de la
red ha sido la siguiente:

Parámetro Valor

Dimension del mapa 10
Topologia Cuadrada
Ĺımites del mapa Normal
Numero de ciclos 100
Inicialización de los pesos autovalores
Tasa de aprendizaje inicial 1

Tabla 3.3: Parámetros de configuración del sistema basado en CPN.

Con el fin de poder llevar a cabo una detección lo más precisa posible del DCL, a cada cla-
sificador se le suministró dos conjuntos de datos balanceados utilizando SNEOM (ver caṕıtulo
2), uno generado mediante la técnica de sobre-muestreo clásica y el otro mediante la técnica de
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Figura 3.2: Diagrama estructural del sistema basado en CPN.

sobre-muestreo extendido. Esto permitió aliviar el efecto negativo que los conjuntos de entrena-
miento no balanceados producen sobre los clasificadores, y comparar aśı el rendimiento de ambos
clasificadores entrenados con dos técnicas diferentes de sobre-muestreo. Para el primer nuevo con-
junto de datos (Conjunto OS), la cantidad de muestras minoritarias fue incrementada 4 veces. El
segundo conjunto balanceado (Conjunto EOS) fue generado incrementando 2 veces la cantidad de
muestras mayoritarias y 8 veces la cantidad de muestras minoritarias. Ambos conjuntos de datos
presentaron una representación equilibrada de muestras de cada clase. Los datos fueron dividi-
dos en tres conjuntos: conjunto de entrenamiento, conjunto de test (para refinar la configuración
del clasificador) y conjunto de validación (para validar la bondad del clasificador entrenado). El
reparto de muestras para cada conjunto fue el siguiente:

Conjunto OS (entrenamiento y test): 92 muestras de pacientes sanos y 93 muestras de pa-
cientes con DCL.

Conjunto EOS (entrenamiento y test): 184 muestras de pacientes sanos y 192 muestras de
pacientes con DCL.

Conjunto de validación: 51 muestras de pacientes sanos y 31 muestras de pacientes con DCL.

3.4. Análisis comparativo de los resultados

En esta sección se analizará la bondad de los resultados obtenidos y lo adecuado de utilizar el
sistema propuesto en este trabajo, comparándolo con un MLP y con el facultativo. El MLP fue en-
trenado con el algoritmo de aprendizaje backpropagation lanzado desde WEKA [Repository, 2007].
La configuración del MLP ha sido la siguiente:

La tabla 3.5 contiene los resultados obtenidos utilizando nuestro sistema sistema basado en
CPN y el MLP, empleando tanto los entornos de información OS como EOS, y las predicciones
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neuronal

Parámetro Valor

No Neuronas en la capa oculta 4
Tasa de aprendizaje 0.3
Momentum 0.2
Número de ciclos 500
Numero de ciclos 100
Inicialización de los pesos aleatoria

Tabla 3.4: Parámetros de configuración del sistema basado en MLP.

del médico geriatra. A cada clasificador y al facultativo se les proporcionó el mismo conjunto de
validación. El rendimiento del sistema basado en CPN ha sido analizado empleando diferentes
medidas frecuentemente utilizadas en medicina. Esas mismas métricas fueron utilizadas para com-
parar el rendimiento de la arquitectura CPN con los obtenidos por otros sistemas de predicción.
Espećıficamente, las métricas utilizadas han sido: precisión, sensibilidad y especificidad, que han
sido descritas en la sección 2.3.3.

Precisión ( %) Sensibilidad ( %) Especificidad ( %)

CPNOS 87.80 77.42 94.12
CPNEOS 91.46 87.10 94.12
MLPOS 86.59 74.19 94.12
MLPEOS 86.59 87.10 61.97
Facultativo 64.43 00.06 100

Tabla 3.5: Resultados de clasificación para diferentes métricas utilizando clasificadores basados en
CPN frente a los basados en MLP y las predicciones del facultativo.

Los clasificadores entrenados con el conjunto de datos EOS proporcionaron mejores resultados
que los entrenados utilizando el conjunto de datos OS. Esto recalca la necesidad de tener un
conjunto de entrenamiento no sólo representativo para todas las clases implicadas en el proceso de
clasificación, sino también amplio, con un enorme número de muestras de cada clase, especialmente
para los clasificadores basados en redes neuronales artificiales. Utilizando el conjunto de datos EOS,
los clasificadores basados en CPN obtuvieron mejores resultados comparándolos con los basados en
MLP. Esto se justifica por el hecho de que la primera etapa de la arquitectura CPN es un proceso
no supervisado y este aumento del entorno de información referente al incremento del número de
muestras de ambas clases proporciona una capacidad discriminatoria alta, espećıficamente para
la clase de interés, DCL, cuya tasa de acierto está representada por los valores de sensibilidad.
Ambos sistemas artificiales proporcionaron resultados satisfactorios, pero el sistema basado en
CPN obtuvo mejor rendimiento que el basado en MLP, incluso cuando el primero de ellos fue
entrenado con el conjunto de datos OS, indicando que el modelo neuronal h́ıbrido - no supervisado
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y supervisado - es más apropiado que una arquitectura retro-alimentada para ser integrado en un
sistema de diagnóstico asistido por ordenador, principalmente basado en tests neuropsicológicos
practicados al paciente y el nivel educativo del mismo.

En la imagen 3.3 se pueden observar las curvas ROC para los clasificadores CPN y MLP
entrenados cada uno de ellos con los conjuntos OS y EOS (figura 3.3(a)) y las curvan envolventes
convexas de los mismos (figura 3.3(b)). En ambas gráficas aparece dibujada la curva del clasificador
aleatorio, es decir, aquel cuya precisión para detectar ambas clases es de un 50 %.

(a) (b)

Figura 3.3: a) Curvas ROC de los clasificadores basados en computación neuronal para discriminar
entre pacientes de DCL de pacientes sanos. b) Curva envolvente convexa de los clasificadores
basados en computación neuronal para discriminar entre pacientes de DCL de pacientes sanos.

Los resultados fueron siempre mejorados por los sistemas basados en computación neuronal
comparado con el facultativo. Este último presenta una muy baja sensibilidad (00.06 %) y la
mayor especificidad (100 %). Estos resultados, relativos al rendimiento discriminatorio del facul-
tativo, concuerdan con otros estudios previos donde la sensibilidad obtenida fue muy baja utili-
zando el test MMSE, con algunas pocas excepciones [Callahan et al., 2002], oscilando entre 1 %
[Sager et al., 2006] y 49 % [Ravaglia et al., 2005]. De la misma forma, la especificidad cĺınica, 100 %,
se encuentra dentro del rango de la especificidad del MMSE para el DCL, en referencia a la detec-
ción de sujetos sanos, cuyas tasas de acierto vaŕıan entre 85.5 % y 100 % [Araujo et al., 2010]. A
la vista de estos resultados se puede inferir que el facultativo es incapaz de discriminar entre las
dos clases utilizando sólo los test MEC y Barthel y el nivel educativo.

El sistema basado en CPN es capaz de diferenciar entre sujetos con DCL y sujetos sanos
utilizando sólo la puntuación final de dos test neuropsicológicos y el nivel educativo del paciente,
obteniendo una precisión de 91.46 %, con una alta sensibilidad (87.10 %) y especificidad (94.12 %).
Además, este sistema es adecuado para utilizar en atención primaria, donde el uso de instrumentos
de diagnóstico está limitada y las medidas más útiles son algunos test cognitivos y funcionales,
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esencialmente MEC ó MMSE, siendo posible también practicar el test de Barthel. Atendiendo a la
complejidad de los datos, con una dif́ıcil caracteŕıstica para diagnosticar tal como el analfabetismo,
los clasificadores neuronales han realizado adecuadamente la clasificación de los sujetos analfabetos,
concretamente los basados en la arquitectura CPN, logrando una alta especificidad, que sugiere
que esta red es capaz de diferenciar entre sujetos analfabetos y sujetos con déficit cognitivo.
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Conclusiones y trabajos futuros

Se puede concluir, de una forma global, que las principales aportaciones de este trabajo de Fin
de Máster son los propios objetivos del mismo, los cuales estimamos han sido alcanzados en toda
su extensión.

En este trabajo se ha presentado un sistema de diagnóstico inteligente para el DCL basado en
la arquitectura neuronal Counterpropagation con un esquema de fusión de datos, en el que se han
combinado valoraciones cognitivas y funcionales aplicables en atención primaria y especializada e
información demográfica del paciente. Esta propuesta puede ser un paso más allá para desarrollar
herramientas computacionales inteligentes apropiadas y fiables para detectar el DCL y para evaluar
la progresión de la enfermedad, utilizando esencialmente medidas neuropsicológicas y funcionales,
eliminando los sesgos dependientes del experto cĺınico. Mediante un análisis de caracteŕısticas rea-
lizado sobre un conjunto de criterios cĺınicos, hemos mostrado también la conveniencia de utilizar
instrumentos de cribado cognitivo tal como los tests MMSE ó MEC en combinación con instru-
mentos funcionales como el FAQ ó el ı́ndice de Barthel, proporcionando altas sensibilidades para
detectar correctamente la enfermedad.

Además, el sistema propuesto es capaz de abordar problemas de clasificación no balanceada,
muy comunes en medicina, mediante la aplicación de un nuevo método de sobre-muestreo extendido
basado en la red de Sanger, SNEOM. Este método es capaz de procesar datos incompletos o
missing y permite generar muestras tanto para la clase minoritaria como para la mayoritaria.
Esto se traduce en que este método de sobre-muestreo no sólo es capaz de balancear cualquier
conjunto de datos sea cual sea el nivel de desequilibrio entre ambas clases del conjunto de datos,
sino que además es capaz de incrementar conjuntos de datos significativamente pequeños o con
pocas muestras.

La Counterpropagation entrenada con el conjunto de datos creado a partir del método de
sobre-muestreo extendido proporcionó mejores resultados que otros clasificadores basados en ar-
quitecturas neuronales supervisadas como el MLP. Este sistema ha demostrado, además, un mejor
rendimiento que el facultativo, aún tratándose de un médico especialista en geriatŕıa. Por tanto,
esta arquitectura neuronal modular e h́ıbrida ha mostrado su capacidad para discriminar entre
sujetos con DCL de sujetos sanos con una gran sensibilidad y especificidad, remarcando el hecho
de entrenar estas redes con un conjunto de datos balanceado y diverso.

Además, se ha diseñado un sistema inteligente de ayuda a la detección del DCL integrable
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en EDEVITALZH, que es un entorno cĺınico virtual, desarrollado en el grupo de investigación
Computación Neuronal y Adaptativa + Neurociencia Computacional (COMCIENCIA), centrado
en el diagnóstico y pronóstico del déficit cognitivo, aplicable a enfermedades neurodegenerativas ta-
les como la EA y otras demencias. Este entorno propio de tele-medicina, propicia la interactividad
en ĺınea de los cĺınicos, permitiendo la comunicación entre diferentes facultativos (inter-consultas).
Mediante el sistema inteligente que está siendo implementado e integrado en EDEVITALZH, cual-
quier facultativo podrá solicitar un diagnóstico al sistema, de forma remota, siendo de gran ayuda
como herramienta de detección del DCL en atención primaria.

En resumen, el sistema propuesto basado en Counterpropagation obtuvo unas tasas de acierto
elevadas, sugiriendo este esquema computacional como una aproximación adecuada para construir
sistemas de ayuda al diagnóstico para el diagnóstico diferencial del DCL y de la EA. El sistema
propuesto basado en Counterpropagation supone una contribución significativa en el diagnóstico
médico de enfermedades neuro-degenerativas debido a que podŕıa resultar útil para el diseño de
nuevas estrategias fármaco-terapéuticas, con el objetivo de retardar la progresión hacia una de-
mencia o Enfermedad de Alzheimer y por ende, mejorar la calidad de vida del paciente. Aśımismo,
el sistema propuesto permitiŕıa refinar los protocolos de diagnóstico del DCL extendiendo el es-
tudio a otros posibles criterios diagnósticos para esta patoloǵıa. Como tal, el uso de estos nuevos
instrumentos podŕıa aliviar el grado de infra-diagnosis existente actualmente en todas las áreas
sanitarias, esencialmente en el ámbito de la atención primaria.

Finalmente se ha demostrado, una vez más, la aproximación de las RNAs, como una innovadora
y potente herramienta de modelado para detectar déficit cognitivo y asistir al diagnóstico de
enfermedades neuropsicológicas.

Además de las conclusiones previas, es importante resaltar, que este trabajo ha dejado abiertas
varias ĺıneas de trabajo, entre las que podemos mencionar:

Extender las capacidades del sistema de diagnóstico basado en CPN al diagnóstico diferencial
del DCL, EA y sanos : Tras los buenos resultados proporcionados en este trabajo por la
arquitectura CPN como sistema computacional para detectar el DCL, resulta de interés
extender sus capacidades al diagnóstico diferencial del DCL, EA y sanos o inclusive, al
diagnóstico diferencial del DCL y otras demencias, en general frente a sanos.

Diseñar un protocolo cĺınico basado en unos criterios diagnósticos relevantes y estándares
para el DCL que puedan usarse en cualquier ámbito sanitario.

Desarrollo del sistema de diagnóstico como aplicación móvil : El desarrollo del sistema pro-
puesto basado en CPN podŕıa integrarse como parte de una aplicación móvil que permita
a los facultativos de atención primaria y especializada aprovecharse de las ventajas de un
entorno cĺınico virtual portátil con capacidad de asistir el diagnóstico del DCL. Actualmente,
este sistema de diagnóstico está siendo integrado en el entorno cĺınico virtual EDEVITALZH.

Extender la capacidad de generación de datos de SNEOM introduciendo distintos tipos de
perturbaciones : Además del ruido Gaussiano utilizado por el método SNEOM para perturbar
las muestras originales, podŕıan implementarse nuevos métodos de filtrado, que puedan ser
seleccionados como parámetro en la configuración de la generacion de datos de la SNEOM-
GUI.
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Integrar el método SNEOM en WEKA: En WEKA ya existen algunos filtros supervisados
para la generación de muestras sintéticas como es el caso de SMOTE. Seŕıa interesante
implementar el algoritmo de SNEOM en este entorno de mineŕıa de datos y añadirlo a la
bateŕıa de métodos de muestreo existentes.

61
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[Garćıa Báez et al., 2007] Garćıa Báez, P., Suárez Araujo, C., Fernández Viadero, C., and Regi-
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